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摘　 要:虚拟电厂是将各种分布式能源资源相聚合作为一种高效电厂的能源管理系统ꎬ其能够根据电力系统需求进

行快速响应ꎬ并能降低电力系统运行成本、提高电力系统的整体可靠性和稳定性ꎮ 然而ꎬ由于虚拟电厂的用电负荷具

有波动性、随机性、季节性及峰谷差异显著等特征ꎬ给虚拟电厂电力供应管理带来了挑战ꎮ 为解决上述问题ꎬ提出了一

种基于特征分解的虚拟电厂运行负荷预测方法ꎬ这对虚拟电厂的电力的调度和需求响应提供信息支撑ꎮ 首先ꎬ使用

局部加权散点平滑法的季节趋势分解方法捕捉虚拟电厂负荷数据的趋势、季节性变化特征ꎬ得到历史负荷资源特征

数据ꎻ然后ꎬ结合历史负荷资源数据和外部影响因素构建基于长短期记忆网络负荷预测模型ꎻ最后ꎬ应用虚拟电厂运

行数据进行实验验证ꎮ 结果表明ꎬ所提方法的决定系数 Ｒ２为 ０.９８ꎬ能够实现电厂负荷精准预测ꎮ
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０　 引　 言

随着生态环境的恶化ꎬ中国提出了于 ２０３０ 年实

现碳达峰、２０５０ 年实现碳中和的宏伟目标[１]ꎮ 在此

基金项目:国网四川省电力公司科技项目“新型电力系统背景下虚
拟电厂控制策略及运行方法研究”(５２１９０４２４０００５)

背景下ꎬ新能源逐渐成为新型电力系统的主要发展

方向和核心电力来源ꎮ 然而ꎬ由于风能和太阳能等

新能源具有间歇性和不确定性ꎬ导致其在电力供应

过程中存在波动性和不可预测性ꎬ给电力系统的稳

定运行带来了挑战[２]ꎮ 虚拟电厂以其能够整合和

优化分布式能源资源、提高电力系统灵活性和响应

速度的特性ꎬ为解决上述问题提供了一种创新且有
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效的方案[３]ꎮ 通过分布式能源资源的聚合和链接ꎬ
虚拟电厂能够将分散的风能、太阳能发电装置、储能

系统、可控负荷以及电动汽车等多种分布式资源聚

合成一个可统一调度和管理的虚拟整体ꎮ 这样不仅

可以实现对新能源发电量的实时预测和动态调节ꎬ
确保电力供需的平衡和稳定ꎻ还能在新能源发电过

剩时通过储能和负荷调节等手段ꎬ有效吸纳并储存

多余电量ꎬ待需求高峰时再释放ꎬ从而大幅提升能源

利用效率ꎬ促进新能源的可持续发展[４]ꎮ
　 　 当前ꎬ为提高虚拟电厂的电力利用效率ꎬ对其用

电负荷预测展开了大量研究ꎮ 首先ꎬ为了解决储能

配置有限导致的可调容量不足、光伏短时出力难以

精确预测以及功率分配不合理等问题ꎬ文献[５]提

出了一种基于随机模型预测控制的虚拟电厂二次调

频策略ꎮ 该策略通过聚合多种分布式能源资源ꎬ实
现了对电力系统需求的快速、准确响应ꎬ并显著降低

了功率调节对系统内部电压的不良影响ꎮ 与此同

时ꎬ为了更深入地分析挖掘分布式资源与电力系统

之间的交互活跃程度ꎬ文献[６]提出了一种基于长

短期记忆网络( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬＬＳＴＭ)的短

期混合信息流预测模型ꎮ 该模型能够综合考虑多种

外部因素ꎬ对分布式能源的出力情况进行精准预测ꎬ
从而有效提高了系统的控制效率和能源利用效率ꎮ
此外ꎬ虚拟电厂能够将需求侧资源和分布式能源与

传统电网进行深度融合ꎮ 然而ꎬ随着虚拟电厂规模

的扩大和应用的深入ꎬ电能质量与可靠性问题成为

制约其发展的关键因素ꎮ 为此ꎬ文献[７]通过聚类

分析和关联度分析方法对负荷进行精准预测ꎬ为虚

拟电厂的需求响应、清洁能源消纳等业务提供了有

力支撑ꎮ 随着智能终端的异构连接和海量数据的接

入ꎬ传统虚拟电厂的运行管理需求已经远远超出了

云计算技术的处理能力ꎮ 因此ꎬ文献[８]将边缘计

算技术引入到虚拟电厂的运行管理中ꎬ提出了基于

边缘计算的虚拟电厂架构及光伏出力预测方法ꎮ 该

方法通过在网络边缘侧进行数据处理和分析ꎬ有效

提高了系统的实时性和协同性能ꎮ 另外ꎬ为了解

决虚拟电厂中光伏不确定性数据挖掘的难题ꎬ文
献[９]还引入了条件生成对抗网络和变分自编码

器ꎮ 这两种方法能够提取虚拟电厂的不确定性特

征ꎬ并实现对光伏发电功率的精准预测和稳定控制ꎬ
为电力系统的运行和规划提供了更加可靠的支持ꎮ
同时ꎬ针对极端天气条件下温度敏感负荷波动剧烈

的问题ꎬ文献[１０]提出了一种基于时序对抗生成网

络的卷积神经网络预测方法ꎮ 该方法能够充分利用

历史数据和实时气象信息ꎬ对温度敏感负荷进行精

准预测ꎬ为虚拟电厂的调度和决策提供科学依据ꎮ
上述研究从虚拟电厂的分布式能源资源预测、

电能质量与可靠性提升、数据处理与分析技术引入

以及光伏不确定性数据挖掘等多个方面入手ꎬ推动

了虚拟电厂技术的快速发展和广泛应用ꎮ 这些研究

显著提升了虚拟电厂的电力利用效率、系统响应速

度、能源管理水平和调度决策的科学性ꎮ 然而ꎬ由于

虚拟电厂用电负荷具有复杂性、多变性和不确定性ꎬ
导致传统的负荷预测方法难以准确捕捉其动态特

性ꎬ进而影响了虚拟电厂的电力调度精度、能源消纳

效率和系统稳定性[１１]ꎮ
针对虚拟电厂运行负荷预测中存在的挑战ꎬ特别

是考虑到负荷数据所固有的季节性和趋势性特

征[１２]ꎬ传统预测方法如基于梯度提升决策树(ｇｒａｄｉｅｎｔ
ｂｏｏｓｔｉｎｇ ｄｅｃｉｓｉｏｎ ｔｒｅｅꎬ ＸＧＢｏｏｓｔ)、支持向量机(ｓｕｐｐｏｒｔ
ｖｅｃｔｏｒ ｍａｃｈｉｎｅꎬ ＳＶＭ)和反向传播神经网络 ( ｂａｃｋ
ｐｒｏｐａｇａｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＢＰＮＮ)均存在各自的局

限性ꎮ 其中ꎬＸＧＢｏｏｓｔ 虽然在处理复杂数据集上表

现出色ꎬ但在捕捉时间序列数据的季节性、趋势性和

长期依赖关系方面存在不足ꎻＳＶＭ 虽然能够处理非

线性问题ꎬ但训练速度慢、对异常值敏感ꎬ且其非线

性处理能力在面对复杂时间序列数据时显得有限ꎻ
ＢＰＮＮ 作为多层前馈神经网络ꎬ虽具有强大的学习

能力ꎬ但易陷入局部最优解ꎬ还面临梯度消失和爆炸

的问题ꎬ导致其对时间序列特性的捕捉不够精确ꎮ
为解决上述问题ꎬ下面提出了一种基于特征分解的

虚拟电厂运行负荷预测方法ꎮ 该方法首先采用基于

局部加权散点平滑法 ( ｌｏｃａｌｌｙ ｗｅｉｇｈｔｅｄ ｓｃａｔｔｅｒｐｌｏｔ
ｓｍｏｏｔｈｉｎｇꎬ ＬＯＥＳＳ)的季节趋势分解( ｓｅａｓｏｎａｌ￣ｔｒｅｎｄ
ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｕｓｉｎｇ ＬＯＥＳＳꎬ ＳＴＬ)ꎬ以精确捕捉虚拟

电厂负荷数据中的长期趋势、季节性波动等关键特

征ꎮ 随后ꎬ结合温度、节假日效应等外部影响因素ꎬ
构建了 ＬＳＴＭ 负荷预测模型[１３]ꎮ 通过选取虚拟电

厂数据进行实验验证ꎬ对比预测结果与实际负荷数

据ꎬ评估了模型的预测精度、鲁棒性和泛化能力ꎮ 实

验结果表明ꎬ该方法不仅能够准确预测虚拟电厂的

未来负荷变化ꎬ还能有效应对各种外部因素的不确

定性ꎬ为虚拟电厂的电力调度和资源优化配置提供

了有力的决策支持ꎮ
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１　 虚拟电厂分布式能源出力特性分析

虚拟电厂是一种新型能源管理系统ꎬ整合了风

力发电、光伏发电、小型发电机、燃料电池等多种发

电设备及储能系统[１４]ꎮ 其中:风力与光伏发电是核

心ꎬ推动清洁能源利用[１５]ꎻ其他发电设备作为补充ꎬ
确保电力稳定并优化生产ꎻ储能系统则平衡电网供

需ꎬ提高电能利用效率ꎬ减少对传统电网的依赖ꎬ从
而增强电网的稳定性和可靠性[１６]ꎮ 下面对虚拟电

厂分布式能源出力特征进行分析ꎮ
１.１　 风电机组

风力发电受到当地气候因素影响ꎬ自然风速的

不稳定性决定了虚拟电厂的发电能力ꎬ风电机组的

发电功率可表述为

Ｐｗ ＝
０ꎬ ０ < ｖ < ｖｉｎ ∪ ｖ > ｖｏｕｔ
(ｖ － ｖｉｎ)(ｖｒ － ｖｉｎ)ｇｒꎬ ｖｉｎ ≤ ｖ ≤ ｖｒ
ｇｒꎬ ｖｒ ≤ ｖ ≤ ｖｏｕｔ

ì

î

í

ï
ï

ï
ï

(１)

式中:Ｐｗ为风电机组的发电功率ꎻｖ 为自然风速ꎻ
ｖｉｎ和 ｖｏｕｔ分别为切入和切出风速ꎻｖｒ为额定风速ꎻｇｒ为

额定输出功率ꎮ
１.２　 光伏发电

光伏发电的稳定性受到天气和光照影响ꎬ光伏

发电机组的发电功率可表述为

ＰＰＶ ＝ ηＰＶＱＰＶθＰＶ (２)
式中:ＰＰＶ为光伏发电机组的发电功率ꎻηＰＶ为光伏板

的光电转化系数ꎻＱＰＶ为光伏板的面积ꎻθＰＶ为当地的

光照强度ꎮ
１.３　 化石燃料发电机组

由于虚拟电厂中的可再生分布式能源的发电能

力受到环境因素制约ꎬ通常需要配备化石燃料发电

机组(如柴油发电机)等设备来抑制可再生分布式

能源发电的波动性ꎬ从而稳定虚拟电厂对外的电力

输出ꎬ其表现形式为

ＰＯ ＝ Ｔ × ｎ
Φ

(３)

式中:ＰＯ为化石燃料发电机组功率ꎻＴ 为发动机的扭

矩ꎻｎ 为发动机的转速ꎻΦ 为功率转换系数ꎮ
１.４　 储能系统

由于环境因素的不可预测性ꎬ如天气变化等ꎬ可
再生能源的发电能力呈现出显著的波动性ꎮ 这种波

动性不仅给电力系统的稳定运行带来了挑战ꎬ还因电

力市场存在峰、平、谷期的分段式定价机制ꎬ进一步影

响了电力供应的经济性ꎮ 储能系统能够在可再生能

源发电过剩时储存多余的电能ꎬ并在发电不足或需

求高峰时释放电能ꎬ从而有效平滑电力供需曲线ꎬ减
少因可再生能源波动对电网造成的冲击ꎮ

图 １　 虚拟电厂的分布式能源架构

２　 基于特征分解的虚拟电厂运行负荷
预测方法

　 　 为了更全面地挖掘虚拟电厂运行负荷数据的特

征并提升负荷预测的准确性ꎬ下面提出了基于特征

分解的虚拟电厂运行负荷方法ꎮ 首先ꎬ利用 ＳＴＬ 特

征分解方法ꎬ对虚拟电厂的运行负荷数据进行深入

解析ꎮ ＳＴＬ 方法能够有效地将时间序列数据分解为

趋势特征、季节性特征和残差成分ꎬ从而区分并提取

出负荷数据中的长期趋势性和周期特征ꎬ为后续的

分析和建模提供更为纯净的数据基础[１７]ꎮ 随后ꎬ进
一步考虑了影响虚拟电厂运行负荷的多种外部因

素ꎬ并作为重要的输入变量纳入后续的预测模型中ꎮ
在此基础上ꎬ构建了一个基于 ＬＳＴＭ 的负荷预测模

型ꎮ ＬＳＴＭ 作为一种特殊的循环神经网ꎬ擅长于捕

捉时间序列数据中的长期依赖关系ꎬ非常适合处理

像虚拟电厂运行负荷这样具有复杂动态特性的数

据ꎮ 最后ꎬ将 ＳＴＬ 分解得到的趋势性、季节性特征

以及外部影响因素数据作为输入特征ꎬ通过多层

ＬＳＴＭ 单元进行特征学习和模式识别ꎬ最终输出未

来一段时间内的负荷预测值ꎮ
２.１　 ＳＴＬ 特征分解

ＳＴＬ 特征分解是一种用于时间序列分解的有效

方法ꎬ通过调整参数来优化季节性和趋势性分量的

提取ꎬ确保即使在数据中存在异常值时也能获得准

确的分解结果ꎮ 具体计算方法为

Ｕｔ ＝ Ｓｔ ＋ Ｔｔ ＋ Ｒ ｔꎬ ｔ ∈ [１ꎬＮ] (４)
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式中:Ｕｔ、Ｓｔ和 Ｔｔ分别为 ｔ 时刻虚拟电厂的负荷数据、
季节特征和趋势特征ꎻＲ ｔ为残差特征ꎻＮ 为时间序列

数据的长度ꎮ
ＳＴＬ 通过执行内外循环实现对虚拟电厂负荷数

据的分解ꎬ具体分解方法为:
１)去除趋势项ꎮ 用虚拟电厂的运行负荷数据

Ｕｔ减去第 ｋ－１ 次内循环的趋势特征 Ｕｔ－Ｔｔꎬｋꎬ其中取

Ｔｔꎬｋ的初始值取 ０ꎬ并进行迭代更新ꎮ
２)对子序列进行平滑处理ꎮ 基于 ＬＯＥＳＳ 对所

有子序列进行回归ꎬ选择适当的周期参数ꎬ并向前后

各延展一个周期ꎬ利用平滑结果构建临时季节分量

Ｓｔｅｍｐ
ｔꎬｋ－１ꎮ

３)周期子序列的低通量过滤ꎮ 根据步骤 ２ 计

算的 Ｓｔｅｍｐ
ｔꎬｋ－１进行滑动平均ꎬ滑动平均的周期取值作为

ＬＯＥＳＳ 周期参数的值ꎬ继续用 ＬＯＥＳＳ 对回归结果再

次进行回归ꎬ以提取周期子序列的低通量ꎬ得到的结

果记作 Ｌｔꎬｋ＋１ꎮ
４)提取和去除季节特征ꎮ 其中提取的季节特

征为 Ｓｔꎬｋ＋１ ＝Ｓｔｅｍｐ
ｔꎬｋ－１－Ｌｔꎬｋ＋１ꎮ 去除季节特征的操作则为

Ｕｔ－Ｓｔꎬｋ＋１ꎮ
５)进行趋势平滑操作ꎮ 对去除季节特征后的

数据进行 ＬＯＥＳＳ 残差分析ꎬ趋势特征记作 Ｔｔꎬｋ＋１ꎮ
最后ꎬ当内迭代达到预定的精度要求时ꎬ内循环

终止ꎮ 随后ꎬ执行外循环ꎬ利用提取的季节和趋势特

征计算负荷数据的残差特征 Ｒ ｔꎮ
Ｒ ｔꎬｋ＋１ ＝ Ｕｔ － Ｓｔꎬｋ＋１ － Ｔｔꎬｋ＋１ (５)

　 　 在处理虚拟电厂运行负荷时ꎬ将较大 Ｒ ｔ 视为异

常值ꎬ据此计算权重系数ꎮ 并根据权重系数更新季

节性和趋势特征ꎬ以减小异常值对结果的影响ꎮ 权

重计算公式为

　 ρｔ ＝
[１ － ( Ｒ ｔ / ｈ) ２] ２ꎬ ０ ≤ Ｒ ｔ / ｈ < １
０ꎬ Ｒ ｔ / ｈ ≥ １{ (６)

式中:ρｔ 为 ｔ 时刻的权重ꎻｈ＝ ６×ｍｅｄｉａｎ( ｜Ｒｔ ｜ )ꎬｍｅｄｉａｎ()
为求解时间序列数据的中位数ꎮ
２.２　 ＬＳＴＭ 负荷预测模型

在 ＳＴＬ 特征分解的基础上提取了虚拟电厂运

行负荷的趋势性和季节性特征ꎬ下一步是建立负荷

预测模型ꎮ 较于传统前馈神经网络ꎬ循环神经网络

通过连接连续时间步长ꎬ能捕获时间依赖性并提取

相关特征ꎮ 但其在处理长序列数据时易遭遇梯度消

失或爆炸问题ꎬ影响长时间依赖关系的获取[１８]ꎮ 为

解决此问题ꎬ采用 ＬＳＴＭ 构建虚拟电厂运行负荷预

测模型ꎮ 其中ꎬＬＳＴＭ 网络由多个 ＬＳＴＭ 单元依次连

接而成ꎬ一个 ＬＳＴＭ 单元主要由 ４ 个部分组成:遗忘

门、输入门、存储单元状态和输出门ꎬ其基本结构如

图 ２ 所示ꎮ ＬＳＴＭ 模块中各门函数的计算公式可表

示为:
ｆｔ ＝ σ(ωｆ[ｈｔ －１ꎬｘｔ] ＋ ｂｆ) (７)
ｉｔ ＝ σ(ωｉ[ｈｔ －１ꎬｘｔ] ＋ ｂｉ) (８)

Ｃ
~
ｔ ＝ ｔａｎｈ(ωｃ[ｈｔ －１ꎬｘｔ] ＋ ｂｃ) (９)

Ｃ ｔ ＝ ｆｔＣ ｔ －１ ＋ ｉｔＣ
~
ｔ (１０)

ｏｔ ＝ σ(ωｏ[ｈｔ －１ꎬｘｔ] ＋ ｂｏ) (１１)
ｈｔ ＝ ｏｔｔａｎｈＣ ｔ (１２)
σ ＝ １ / (１ ＋ ｅ －ｘ) (１３)

式中:ｆｔ 为遗忘门ꎻｉｔ 为输入门ꎻＣ
~
ｔ 为候选记忆细胞ꎻ

Ｃ ｔ－１和 Ｃ ｔ 分别为 ＬＳＴＭ 单元在前一个细胞单元和当

前细胞单元的状态ꎻｏｔ 为输出门ꎻｈｔ－１和 ｈｔ 分别为前

一个细胞单元和当前细胞单元的隐藏状态ꎻｘｔ 为当

前时间的输入向量ꎻσ 为 ｓｉｇｍｏｉｄ 函数ꎻｔａｎｈ 为双曲

正切函数ꎻω 和 ｂ 分别为对应各部分的权重参数和

偏置项ꎮ

图 ２　 ＬＳＴＭ 预测模型的基本结构

３　 实验验证

所采用的实验数据来源于一个集成了光伏发

电、储能系统和风力发电的虚拟电厂ꎬ时间跨度从

２０２１ 年至 ２０２４ 年ꎮ 虚拟电厂具备灵活的电力调度

能力ꎬ不仅能够将多余电力及时输送到主电网中ꎬ以
满足电力峰值的需求ꎬ还能在电价低谷期有效利用

储能系统存储主电网的多余电力ꎬ从而实现电力的

平衡和优化配置ꎮ 其中ꎬ电力峰期和谷期因供需变

化而带来的负荷波动ꎬ均与节假日的电力消费模式

以及温度等环境因素具有高度关联性ꎮ 因此ꎬ在深

入分析虚拟电厂负荷特性时ꎬ充分考虑了节假日和

温度这两个对虚拟电厂运行负荷产生显著且复杂影

响的外部因素ꎬ以期准确预测和评估虚拟电厂的运

行状态和性能ꎮ
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在上述数据的基础上ꎬ构建 ＬＳＴＭ 负荷预测模

型ꎬ并将预测结果和 ＸＧＢｏｏｓｔ、ＳＶＭ、ＢＰＮＮ、门控循

环单元(ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔꎬＧＲＵ)等多种预测方法

的结果对比ꎬ以验证所提方法的准确性ꎮ
３.１　 案例数据分析

３.１.１　 虚拟电厂负荷数据

虚拟电厂用电负荷数据如图 ３ 所示ꎬ负荷呈现

出鲜明的日周期性变化特征ꎮ 具体而言ꎬ负荷峰值

显著地集中于白天时段ꎬ尤其是工作日的上午至傍

晚ꎬ这与人们日常的生产生活活动紧密相连ꎬ如工业

生产、商业运营及居民生活用电等均在此时间段内

达到高峰ꎮ 相对地ꎬ负荷低谷则自然而然地出现在

夜间ꎬ此时大部分生产活动暂停ꎬ居民用电也大幅下

降ꎮ 负荷在一天之内的波动幅度不仅大ꎬ而且具有

一定的规律性ꎬ这深刻反映了电力需求的日变化特

性ꎬ即“昼高夜低”的基本模式ꎮ 面对如此显著的负

荷波动ꎬ虚拟电厂必须具备高度的灵活性和强大的

调节能力ꎬ才能有效平衡供需ꎬ确保电力系统的稳定

运行ꎮ 因此ꎬ精准预测虚拟电厂的用电负荷可以为

电力调度提供科学依据提前布局ꎬ如合理安排发电

资源、优化储能配置ꎬ以及必要时采取需求响应措

施ꎬ从而应对负荷波动带来的挑战ꎮ

图 ３　 虚拟电厂负荷数据

３.１.２　 外部因素数据分析

在实验数据中ꎬ电动汽车充电站作为虚拟电厂

用电负荷的主要来源ꎬ温度和节假日是影响电动汽

车充电的重要因素ꎮ 外部因素中的温度变化如图 ４
所示ꎮ 温度是影响电动汽车充电需求的重要因素之

一ꎮ 在极端高温或低温天气下ꎬ为了维持车内舒适

环境ꎬ电动汽车的空调系统会消耗更多电能ꎬ因此会

增加车辆充电的需求ꎮ 此外ꎬ温度还会影响电池的

性能和效率ꎬ间接影响充电时间和充电量ꎮ 因此ꎬ温
度变化对虚拟电厂负荷预测的准确性具有重要影

响ꎬ必须纳入数据分析模型中进行细致考虑ꎮ

图 ４　 外部因素的温度变化

　 　 节假日期间虚拟电厂的用电负荷如图 ５ 所示ꎮ
由于节假日期间人们的出行模式与工作日大相径

庭ꎬ这直接导致了电动汽车充电需求的波动ꎮ 例如ꎬ
长假期间ꎬ随着家庭自驾游的增多ꎬ电动汽车的充电

需求会激增ꎻ相反ꎬ在部分短假期或特定节日习俗

下ꎬ充电需求会减少ꎮ 因此ꎬ节假日对电动汽车充电

负荷的预测和管理提出了更高要求ꎬ需要在数据分

析中予以充分考虑ꎮ

图 ５　 节假日期间虚拟电厂用电负荷

３.２　 ＳＴＬ 特征分解

基于 ＳＴＬ 方法提取的趋势特征和季节特征如

图 ６ 所示ꎮ 首先ꎬ虚拟电厂负荷的趋势特征呈现出

逐步增长的趋势ꎬ这与电动汽车的数量不断增加相

图 ６　 ＳＴＬ 分解特征
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符合ꎮ 其次ꎬ虚拟电厂负荷的季节特征展示了负荷

在一定时间段内呈现出周期性波动ꎬ如在部分月份

的负荷要高于其他时间ꎮ 最后ꎬ负荷数据的残差特

征代表着负荷数据中无法以趋势性和季节性解释的

部分信息ꎬ包括随机波动和异常值ꎬ这与虚拟电厂负

荷存在一定的不确定性相关ꎮ
３.３　 基于 ＳＴＬ 特征分解的 ＬＳＴＭ 负荷预测

在 ＳＴＬ 提取的趋势特征、季节特征和残差特征

的基础上ꎬ结合虚拟电厂负荷影响的外部因素ꎬ构建

了基于 ＳＴＬ￣ＬＳＴＭ 的虚拟电厂负荷预测模型ꎮ 其

中ꎬ在数据集划分中将收集到的数据集按照 ７０％、
２０％、１０％的比例划分为训练集、验证集和测试集ꎮ
具体而言ꎬ７０％的数据用于模型的训练和学习ꎻ２０％
的数据作为验证集ꎬ用于在训练过程中调整模型参

数和选择最佳模型ꎻ剩余的 １０％数据作为测试集ꎬ
用于最终评估模型的性能ꎮ ＬＳＴＭ 训练过程的损失

曲线如图 ７ 所示ꎬ模型在 ４００ 轮左右实现损失收敛ꎬ
模型的预测结果达到最优ꎮ

图 ７　 ＳＴＬ￣ＬＳＴＭ 负荷预测模型

３.４　 预测结果对比分析

下面采用平均绝对误差(ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒꎬ
ＭＡＥ)、均方误差(ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒꎬＭＳＥ)以及决

定系数(Ｒ２)３ 项指标来评估能耗预测模型的效能ꎮ
其中ꎬＭＡＥ 因其对异常值的低敏感性ꎬ在数据含有

噪声或异常值时能提供稳定的模型评估结果ꎬ有助

于把握模型的整体表现ꎮ 相比之下ꎬＭＳＥ 对异常值

更为敏感ꎬ较低的 ＭＳＥ 值意味着模型预测性能更

佳ꎮ Ｒ２用于量化模型的拟合程度ꎬ其取值范围在

０~１ 之间ꎬＲ２值越趋近于 １ꎬ表明模型与数据的拟合

度越高ꎮ 综上所述ꎬ结合ＭＡＥ、ＭＳＥ 与 Ｒ２ ３ 项指标ꎬ
可以在不同场景下为预测模型的性能提供一个全面

的评估视角ꎬ既涵盖了预测误差的分布情况ꎬ也反映

了模型的拟合优劣ꎮ 这些指标的计算公式为:

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙｉ － ｙ∗

ｉ (１４)

ＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
(ｙｉ － ｙ∗

ｉ ) ２ (１５)

Ｒ２ ＝ １ －
∑ ｎ

ｉ ＝ １
(ｙｉ － ｙ∗

ｉ ) ２

∑ ｎ

ｉ ＝ １
(ｙｉ － ｙ－ ｉ) ２

(１６)

式中:ｎ 为虚拟电厂负荷数据的长度ꎻｙ∗
ｉ 和 ｙｉ分别为

第 ｉ 个样本的实际值和预测值ꎻｙ－ ｉ 为样本的平均值ꎮ
不同算法的预测结果评价指标如图 ８ 所示ꎮ 其

中ꎬ所提 ＳＴＬ￣ＬＳＴＭ 的 Ｒ２ 为 ０.９８ 时预测效果最好ꎮ
ＳＴＬ￣ＬＳＴＭ 模型结合了 ＳＴＬ 分解和 ＬＳＴＭ 模型的各

自优势:ＳＴＬ 分解能够将原始时间序列数据分解为

趋势、周期和随机序列ꎬ从而简化数据并提升预测精

度及模型解释性ꎻＬＳＴＭ 模型则擅长处理时间序列

中的长期依赖关系ꎬ具有门结构控制、细胞状态保存

以及适应性强等特性ꎮ ＳＴＬ 与 ＬＳＴＭ 的结合通过数

据预处理、分别建模和预测以及结果组合等步骤ꎬ充
分利用了分解后的数据信息ꎬ实现了对时间序列数

据的精确预测ꎮ

图 ８　 不同算法的预测指标

　 　 不同算法的预测结果如图 ９ 所示ꎮ 其中ꎬ
ＸＧＢｏｏｓｔ 是一种给予梯度提升的预测算法ꎬ但其无

法很好地捕捉时间序列数据中的长期依赖关系ꎻ
ＳＶＭ 在处理非线性关系时可能需要额外的技巧或

特征工程ꎬ且其非线性处理能力在面对复杂时间序

列数据时显得有限ꎻＢＰＮＮ 可能受到梯度消失或爆

炸问题的影响ꎻＧＲＵ 虽然也是一种循环神经网络ꎬ
但其门控机制可能不如 ＬＳＴＭ 复杂ꎬ因此在处理长

期依赖关系时可能表现不如 ＬＳＴＭꎮ ＳＴＬ￣ＬＳＴＭ 模

型能够充分利用 ＳＴＬ 在时间序列分解上的优势ꎬ以
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及 ＬＳＴＭ 在处理长期依赖关系上的能力ꎬ从而实现

虚拟电厂运行负荷的更精确预测ꎮ

图 ９　 不同算法预测结果对比

４　 结　 论

上面以虚拟电厂的用电负荷为预测目标构建了

基于特征分解的虚拟电厂运行负荷预测方法ꎮ 该方

法首先使用 ＳＴＬ 特征分解方法ꎬ将虚拟电厂的用电

负荷分解为趋势特征、季节特征和残差特征ꎻ同时ꎬ
考虑到电动汽车充电桩作为该虚拟电厂负荷的主要

来源ꎬ节假日和温度作为影响其充电功率的主要外

部因素ꎬ将其与 ＳＴＬ 方法提取的分解特征相结合构

建预测指标体系ꎻ然后ꎬ基于构建的预测指标体系ꎬ
建立基于 ＬＳＴＭ 的虚拟电厂用电负荷预测模型ꎻ最
后ꎬ以 ＭＡＥ、ＭＳＥ 和 Ｒ２为预测结果评价指标并与多

种不同算法进行对比分析ꎬ证明了所提出的基于特

征分解的虚拟电厂运行负荷预测方法的准确性和优

越性ꎮ
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