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摘　 要:为提高输变电线路在长期运行和自然环境影响下产生的各类缺陷的检测精度和效率ꎬ提出了基于 ＹＯＬＯｖ８ 和

可变形卷积的改进算法ꎮ 针对各类缺陷样本数量差距较大导致的长尾分布问题ꎬ提出使用分割一切模型对数据进行

扩充以提高数据平衡性ꎻ在主干网络中引入 ＤＣＮｖ２ 结构ꎬ通过动态调整卷积核的形状适应各类样本包含的特征以提

高泛化能力ꎬ并结合 ｍｕｌｔｉ￣ＣＡ 注意力机制使网络注重各通道的融合信息ꎻ使用损失函数 ＷＩｏＵ 引导模型学习ꎬ以适应

不同质量的锚框ꎮ 将改进的算法与其他算法进行比较ꎬ结果表明改进算法增加了对输变电缺陷检测的精度ꎮ
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０　 引　 言

输变电设备是电力系统中的重要组成部分ꎬ负
责将高压电能转换为低压电能ꎬ并进行输送和分配ꎮ
然而ꎬ长期无休运行和受自然环境因素的影响可能

导致输变电设备产生各种缺陷ꎬ如绝缘子破损、线路

异物和设备老化等ꎮ 如若这些缺陷不能及时检测和

修复ꎬ可能会导致设备故障、电力损失等不可估计的

事故ꎮ
目前ꎬ输变电设备缺陷检测的方法主要包括人

工巡检和基于技术手段的智能检测ꎮ 传统的人工巡

检方法主要由检测人员对输变电设备进行目视检

查ꎬ通过排查设备可视状态、温度、是否有异响等特

征来判断是否存在缺陷[１]ꎮ 然而ꎬ这种方法对检测

人员的素质要求高ꎬ存在检测效率和结果受检测人

员主观影响等不可控因素ꎮ
目前基于大数据和人工智能技术的快速发展ꎬ

特征识别技术取得了巨大的进展ꎬ被应用于各个领

域ꎮ 在电力系统的智能化和信息化管理中ꎬ采用目

标检测方法利用无人机技术进行巡检并结合深度学

习算法对输电线路进行智能故障检测ꎬ已经成为不

可或缺的重要技术手段[２]ꎮ 这不仅可提升检测准

确性与效率ꎬ亦可降低人力成本ꎮ
目标检测通常分为两种范式:一阶段方法和二

阶段方法ꎮ 一阶段方法将目标检测当作一个任务完

成ꎬ直接从采集的图像中识别并定位目标的位置和

类别ꎬ同时执行定位和分类ꎮ 典型的一阶段方法包

括 ＹＯＬＯ(Ｙｏｕ ｏｎｌｙ ｌｏｏｋ ｏｎｃｅ)算法和单步多框目标

检测(ｓｉｎｇｌｅ ｓｈｏｔ ｍｕｌｔｉＢｏｘ ｄｅｔｅｃｔｏｒꎬＳＳＤ)算法等ꎬ这
类方法通常具有较快的检测速度和较为简单的网络

结构ꎬ适用于对目标数量较多且目标大小变化较

大的场景ꎮ 二阶段方法先是通过一种算法将包含

检测目标的区域进行提取ꎬ再将这些候选区域送

入另一个网络进行分类和精确定位[３] ꎮ 典型的二

阶段方法包括快速基于区域的卷积神经网络( ｆａｓｔｅｒ
ｒｅｇｉｏｎ￣ｂａｓｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ｆａｓｔｅｒ
Ｒ￣ＣＮＮ)和掩膜基于区域的卷积神经网络( ｍａｓｋ
ｒｅｇｉｏｎ￣ｂａｓｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ｍａｓｋ
Ｒ￣ＣＮＮ)等ꎮ 二阶段方法的准确性更高ꎬ但与此同时

计算量也更大ꎬ网络结构更加复杂ꎬ适用于对目标定

位和缺陷识别精度要求高的场景[４]ꎮ

ＹＯＬＯ 算法在缺陷检测方面取得了一些研究进

展ꎬ并在不同领域的缺陷检测任务中展示了较好的

性能ꎬ如在绝缘子破损检测、金属结构缺陷检测、输
变电设备缺陷检测上[５] 都有显著成绩ꎮ 由于输变

电线路中的故障种类多样且数据量较大ꎬ为了提高

对输变电线路缺陷检测的准确度ꎬ并提升检测的效

率ꎬ下面采用改进的 ＹＯＬＯｖ８ 算法对输变电线路上

的故障进行诊断ꎮ

１　 ＹＯＬＯｖ８ 算法结构

１.１　 网络结构

ＹＯＬＯｖ８ 模型的结构如图 １ 所示ꎬ该模型由输

入端开始ꎬ经过主干网络和特征融合网络最终到达

输出端ꎮ 在主干网络 ( Ｂａｃｋｂｏｎｅ) 方面ꎬ 借鉴了

ＹＯＬＯｖ７ 的高效层聚合网络(ｅｆｆｉｃｉｅｎｔ ｌａｙｅｒ ａｇｇｒｅｇａｔｉｏｎ
ｎｅｔｗｏｒｋｓꎬＥＬＡＮ)结构的设计思想[６]ꎬ对 ＹＯＬＯｖ５ 的

Ｃ３ 结构进行了改进ꎬ通过使用 Ｃ２ｆ 结构使得模型梯

度流变得更加丰富ꎬ同时针对不同尺度的模型对通

道数也进行了不同的设计ꎮ
Ｈｅａｄ 部分相对于 ＹＯＬＯｖ５ 有两项重大改进:首

先ꎬ区别于 ＹＯＬＯｖ５ 的单一目标检测头ꎬＹＯＬＯｖ８ 将

分类和检测头分离开来ꎬ使用了解耦头结构ꎻ其次ꎬ
不再依赖锚框(Ａｎｃｈｏｒ)ꎬ而是使用 Ａｎｃｈｏｒ￣Ｆｒｅｅ 的方

式ꎬ得以更灵活地处理目标的位置和形状ꎬ从而提高

模型的性能和适应能力ꎮ ＹＯＬＯｖ８ 在损失函数方面

采用了新的方法ꎬ摒弃了传统的交并比( ｉｎｔｅｒｓｅｃｔｉｏｎ
ｏｖｅｒ ｕｎｉｏｎꎬＩｏＵ)匹配或单边比例的样本分配方式ꎬ
采用了任务对齐分配器( ｔａｓｋ￣ａｌｉｇｎｅｄ ａｓｓｉｇｎｅｒ)的

正负样本匹配策略ꎮ 此外ꎬ引入了分布焦点损失

(ｄｉｓｔｒｉｂｕｔｉｏｎ ｆｏｃａｌ ｌｏｓｓꎬＤＦＬ)函数来解决类别数量差

距大和难易样本不平衡的问题[７]ꎮ 通过分布感知

机制以及焦点损失机制的引入优化模型ꎬ达到提高

目标检测性能的目的ꎮ 在训练过程中ꎬＹＯＬＯｖ８ 借

鉴了 ＹＯＬＯＸ 的方法ꎬ在最后的 １０ 个轮次( ｅｐｏｃｈ)
关闭马赛克(Ｍｏｓｉａｃ) 增强操作ꎮ 该改进有效地减

少了过拟合的可能性ꎬ简化了训练过程ꎬ降低了数据

相关性ꎬ并且提升了模型的泛化能力及精度ꎮ
１.２　 Ｃ２ｆ 模块

ＹＯＬＯｖ８ 中将主流 ＹＯＬＯｖ５ 模型使用的 Ｃ３ 模

块更改为更加轻量化的 Ｃ２ｆ 模块ꎮ 基于跨阶段部分

网络 ( ｃｒｏｓｓ ｓｔａｇｅ ｐａｒｔｉａｌ ｎｅｔｗｏｒｋ ꎬＣＳＰＮｅｔ ) 的提取分
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图 １　 ＹＯＬＯｖ８ 结构

流思想ꎬ使用 ｎ 个 Ｂｏｔｔｌｅｎｅｃｋ 模块的堆叠(其中 ｎ 是

根据参数规模而自行变化的)ꎬ再融合残差结构构

造了 Ｃ３ 模块ꎮ Ｃ３ 模块由 ３ 个卷积层组成ꎬ如图 ２
所示ꎬ图中 ＣＢＳ 模块分别为卷积层 ( ｃｏｎｖｏｌｕｔｉｏｎꎬ
Ｃｏｎｖ)、批量归一化层( ｂａｔｃｈ ｎｏｒｍꎬＢＮ)、ＳｉＬｕ 激活

层ꎬ即 ＣＢＳ ＝ Ｃｏｎｖ＋ＢＮ＋ＳｉＬｕꎬ以及 ｎ 个 Ｂｏｔｔｌｅｎｅｃｋꎮ
Ｃ２ｆ 模块的设计是基于 Ｃ３ 模块的思想以及 ＥＬＡＮ
的改进思想进行设计ꎬ使得 ＹＯＬＯｖ８ 在更加轻量化

的同时拥有更全面的梯度流信息ꎮ Ｃ２ｆ 模块如图 ３
所示ꎮ

图 ２　 Ｃ３ 模块 图 ３　 Ｃ２ｆ 模块　 　

１.３　 损失计算

ＹＯＬＯｖ８ 的损失函数由两部分构成ꎬ分类损失

和回归损失ꎬ不再包括之前的对象损失分支ꎬ由是否

包含对象细致到是否包含此类别的对象ꎮ 对于分类

分支ꎬ仍然使用二元交叉熵 ( ｂｉｎａｒｙ ｃｒｏｓｓ ｅｎｔｒｏｐｙꎬ

ＢＣＥ)损失函数来衡量模型的分类性能ꎬＢＣＥ 损失函

数的公式如式(１)所示ꎮ 由于去除了对象损失ꎬ置
信度分数最大值的选取也从 ＹＯＬＯｖ５ 的先取最大值

再输出对应的最大类别ꎬ到 ＹＯＬＯｖ８ 的输出所有置

信度的分数再选取最大值ꎮ 对于回归分支ꎬ采用

ＤＦＬ 函数中提出的积分形式表示法ꎬ优化和真实值

最为相近的左右位置概率ꎬ使得网络可以更加快速

地关注到目标附近ꎬＤＦＬ 函数如式(２)所示ꎮ 结合

完全交并比(ｃｏｍｐｌｅｔｅ ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ ｕｎｉｏｎꎬ ＣＩｏＵ )
损失函数ꎬ来捕捉目标位置的回归误差ꎮ 这两种损

失函数通过一定的权重比例加权ꎬ以平衡它们在训

练过程中的影响ꎮ 综上所述ꎬ通过这种损失函数的

设计ꎬ可以更好地训练目标检测模型ꎬ提高其在检测

任务中的性能表现ꎮ

　 Ｌ ＝ １
Ｎ∑ｉ

Ｌｉ ＝

１
Ｎ∑ｉ

－ [ｙｉ ｌｇ ｐｉ ＋ (１ － ｙｉ)ｌｇ(１ － ｐｉ)]

(１)
式中:Ｌｉ 为二元交叉熵损失函数ꎻＮ 为模型预测数据

总组数ꎻｙｉ 为第 ｉ 组数据真实的二元标签ꎬ即 ０ 或 １ꎻ
ｐｉ 为第 ｉ 组数据预测标签ꎮ
ＬＤＦＬ(ＳｉꎬＳｉ ＋１) ＝ － [(ｙｉ ＋１ － ｙ)ｌｇ Ｓｉ ＋ (ｙ － ｙｉ)ｌｇ Ｓｉ ＋１]

(２)
式中:Ｓ ｉ 和 Ｓ ｉ＋１为网络聚焦位于标签附近的两个

预测值 ｙｉ 与 ｙｉ＋１对应的概率ꎻｙ 为类别信息真实值ꎻ
ｙｉ 为第 ｉ 组数据单边预测值ꎮ
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２　 算法改进

２.１　 可变性卷积网络 ｖ２
传统 的 卷 积 神 经 网 络 ( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ

ｎｅｔｗｏｒｋꎬＣＮＮ)受限于其固定的几何结构ꎬ这使得它

们主要应用于对模型需要处理复杂及预测结果多样

且未知的输入数据进行建模ꎮ 由于 ＣＮＮ 模型在设

计时其卷积单元只以固定的窗口大小和步长进行滑

动ꎬ池化层的比例也通常不会发生变化导致空间分

辨率变化单一[８]ꎮ 基于以上结构特点ꎬ使得 ＣＮＮ 网

络无法对于不同尺度和位置的变换进行鲁棒性建

模ꎮ 在可变形卷积中ꎬ基于两个新模块的引入ꎬ使得

ＣＮＮ 可以对具有几何变换的模型适应力显著增强ꎮ
可变形卷积允许卷积核根据输入特征图中的局部结

构进行动态调整ꎬ从而能够更好地适应目标物体的

非刚性形变和复杂结构[９]ꎮ 这样的设计使得 ＣＮＮ
能够更灵活地捕捉图像中的几何变换ꎬ进而提高了

模型的感知能力ꎮ 可变性卷积ꎬ即在标准卷积中加

入对常规网格采样区域的偏移ꎬ使采样网络能够

更加自由地变形ꎮ 可变形卷积通过为感兴趣区域

(ｒｅｇｉｏｎ ｏｆ ｉｎｔｅｒｅｓｔꎬＲｏＩ)池化中的每个空间箱(ｂｉｎ)
位置添加偏移量ꎬ实现了对卷积核采样位置的自适

应调整ꎮ 这使得模型能够更好地适应不同形状的目

标ꎬ并更精确地捕捉其局部特征ꎮ 传统的 ＲｏＩ 池化

方法存在固定处理方式的局限性ꎬ无法很好地适应

非矩形目标区域ꎮ 可变形卷积通过引入偏移量ꎬ提
供了更灵活、更精确的处理不同形状目标的方法ꎬ
从而提高了模型在目标检测等任务中的性能和泛

化能力ꎮ
基于具有偏移学习功能的卷积层的增加ꎬ可变

性卷积网络 ｖ２(ｄｅｆｏｒｍａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｔｗｏｒｋｓ ｖ２ꎬ
ＤＣＮｖ２)能够使卷积核根据局部结构动态调整位置ꎬ
从而灵活适应复杂场景ꎬ提升了模型的性能和泛化

能力ꎬ特别是在处理几何变换方面取得了显著的改

进[１０]ꎮ 基于调制机制的引入ꎬ使得网络对空间支持

区域也具有更强大的控制能力ꎮ 这个调制机制使得

样本具有通过学习到的偏移或学习的特征幅度进行

调整的能力ꎮ 这说明网络模块不仅能够调整感知输

入特征的位置偏移ꎬ还能够调整不同空间位置的输

入特征的强度或振幅ꎮ 当输入处于最为极端的情况

时ꎬ该模块可以将特征的振幅调整为 ０ꎬ这样就可以

有选择性地屏蔽特定位置的信号[１１]ꎮ 因此ꎬ来自这

些位置的图像内容对模块输出的影响将会被显著地

减少甚至完全消除ꎮ 这意味着调制机制为网络模块

提供了额外的灵活性ꎬ使其能够调整其对空间支持

区域的影响ꎬ如式(３)所示ꎮ

ｙ(ｐ) ＝ ∑
Ｋ

ｋ ＝ １
ｗｋ􀅰ｘ(ｐ ＋ ｐｋ ＋ Δｐｋ)􀅰Δｍｋ (３)

式中:ｙ(􀅰)为输出特征图ꎻｐ 为当前输出位置ꎻｐｋ 为

卷积核的偏移量ꎬ通常表示卷积核相对于中心点的

位置ꎻｗｋ 为第 ｋ 个位置的卷积核权重ꎻＫ 为卷积核

大小ꎻｘ 为输入特征图ꎻΔｐｋ 为第 ｋ 个位置的可学习

偏移ꎻ Δｍｋ 为学习到的权重因子ꎮ Δｐｋ 和 Δｍｋ 均由

将相同输入特征图应用于单独的卷积层来获得ꎮ
２.２　 多通道注意力机制

通道注意力(ｃｈａｎｎｅｌ￣ｗｉｓｅ ａｔｔｅｎｔｉｏｎꎬＣＡ)机制专

注于调整神经网络中不同通道之间的关系ꎬ以使网

络能够更有效地利用输入特征图中的信息ꎮ 它的主

要目标是根据输入数据动态地学习每个通道的重要

性ꎬ并据此调整通道间的信息流[１２]ꎮ ＣＡ 机制通过

全局信息捕捉、注意力权重计算、特征加权、缩放和

归一化使得网络更加关注对当前任务重要的特征通

道ꎬ从而提高网络的表征能力和性能ꎮ 传统的 ＣＡ
机制仅注意单通道的数据ꎬ将 ＣＡ 与多通道进行结

合再嵌入到 ＤＣＮｖ２ 中ꎬ可以使得可变性卷积网络注

意各通道的信息ꎬ以达到更好的信息融合的作用ꎬ
加入正则化以防止模型过拟合并提高泛化能力ꎮ
将 ＣＡ 机制融合到 ＤＣＮｖ２ 结构中的结构图如图 ４
所示ꎮ

图 ４　 ＤＣＮｖ２￣ＣＡ 结构
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原始 ＣＡ 机制结构如图 ５ 所示ꎮ 在原始 ＣＡ 机

制的基础上ꎬ增加通道之间的融合ꎬ使各通道信息更

好地交互ꎮ 再将多通道注意力(ｍｕｌｔｉ ｃｈａｎｎｅｌ￣ｗｉｓｅ
ａｔｔｅｎｔｉｏｎꎬｍｕｌｔｉ￣ＣＡ)机制加入到 ＤＣＮｖ２ 中ꎬ可以使网

络更加充分地提取各路特征ꎬ改进的 ｍｕｌｔｉ￣ＣＡ 注意

力机制如图 ６ 所示ꎮ

图 ５　 ＣＡ 机制结构

图 ６　 ｍｕｌｔｉ￣ＣＡ 机制

２.３　 加权交并比损失函数

ＹＯＬＯｖ８ 的边界框损失函数为 ＣＩｏＵꎬ公式如

式(４)所示ꎮ

ＣＩｏＵ－ ｌｏｓｓ ＝ １ － ＩｏＵ ＋
ρ２(ｂꎬｂｇｔ)

ｃ２１
＋ αｖ (４)

式中:ＩｏＵ为交并比ꎻｂ 为预测中心坐标的参数ꎻｂｇｔ为

真实目标边界框中心的参数ꎻρ 为 ｂ 和 ｂｇｔ之间的

欧氏距离ꎻｃ１ 为两个矩形的最小外接矩形对角线长

度ꎻα 为权重函数ꎻｖ 为度量长宽比相似性函数[１３]ꎮ
α 和 ｖ 计算分别如式(５)和式(６)所示ꎮ

ｖ ＝ ４
π２(ａｒｃｔａｎ

ｗｇｔ

ｈｇｔ

－ ａｒｃｔａｎ ｗ
ｈ
) ２ (５)

α ＝ ｖ
(１ － ＩｏＵ) ＋ ｖ

(６)

式中:ｗ、ｈ 分别为预测框的宽度和高度ꎻｗｇｔ、ｈｇｔ分别

为真实框的宽度和高度ꎮ
尽管 ＣＩｏＵ 在一些情况下相对于传统的 ＩｏＵ 和

ＧＩｏＵ 有一些改进ꎬ但它仍然存在一些缺点:计算复

杂度高ꎬ对目标框的中心点、宽度和高度的归一化等

操作的增加也会导致算量随之提高ꎻＣＩｏＵ 对于边界

框的调整非常敏感ꎬ这意味着即使较小的边界框调整

也会对损失函数产生较大的影响ꎮ 这可能导致模型

在训练过程中过度关注边界框的微小变化ꎬ而忽略了

目标区域的重要性ꎮ 这种情况下ꎬ模型可能会在边界

框调整方面过度拟合ꎬ而忽略了更重要的目标检测任

务ꎻ对小目标不敏感ꎬ在处理小目标时可能不如其他

损失函数表现好ꎮ 由于绝缘子缺陷一般都属于小目标

检测ꎬ所以使用 ＣＩｏＵ 损失函数的效果并不十分理想ꎮ
下面使用基于动态非单调的聚焦机制的边界框

损失函数加权交并比( ｗｅｉｇｈｔｅｄ ＩｏＵꎬＷＩｏＵ) 代替

ＣＩｏＵꎮ 动态非单调聚焦机制通过使用 “离群度

(ｏｕｔｌｉｅｒｎｅｓｓ)”代替传统的 ＩｏＵ 来评估锚框的质量ꎮ
更少的人为干预模型训练ꎬ可以使模型的泛化能力

得到有效提高ꎮ 这种方法使得模型更有效地找到最

具信息量的锚框ꎬ增加目标检测准确性和效率ꎮ 离

群度可以更加综合地考虑传统 ＩｏＵ 较容易忽略的如

目标大小、目标所处位置、目标是否受到遮挡等影响

因素ꎮ 此外ꎬ该机制还采用了一种更有效的梯度增

益分配策略ꎬ以便更好地调整模型的注意力ꎮ 基于

这种策略的使用ꎬ使得模型可以更精确地学习到不

同类型、不同质量的锚框ꎬ使得目标检测模型得以更

加有效率的检测ꎮ
结合了离群度评估和梯度增益分配的动态非单

调聚焦机制ꎬ能够更灵活地适应各类复杂场景下的

目标检测任务ꎬ并取得更为显著的检测成果ꎮ 在保

留更多高质量锚框的同时还可以做到削减低质量锚

框太多而生成的有害梯度ꎮ 通过使用 ＷＩｏＵ 可以使

模型更加关注普通质量的锚框即绝大部分正常的锚

框ꎬ最终可以达到提高模型整体能力的作用ꎮ ＷＩｏＵ
分为 ３ 个版本ꎬ其中 ｖ１ 版本是基于注意力的边界框

损失ꎬ ｖ２ 和 ｖ３ 版本附加了聚焦机制ꎮ 这里使用

ＷＩｏＵ￣ｖ３ 并嵌套最小点距离交并比(ｍｉｎｉｍｕｍ ｐｏｉｎｔ
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ｄｉｓｔａｎｃｅ ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ ｕｎｉｏｎꎬＭＰＤ￣ＩｏＵ)ꎬ通过动态

调整梯度增益ꎬ更有效地引导模型学习ꎬ以适应不同

质量的锚框ꎬ从而提高目标检测的性能ꎮ ＷＩｏＵ￣ｖ１
计算方式如式(７)所示ꎬ其 ＷＩｏＵ 的总体损失函数如

式(８)所示ꎮ 离群度的大小代表锚框的质量ꎬ离群

度越小代表锚框的质量越高ꎬ离群度 β 的计算公式

如式(９)所示ꎮ 式(１０)为 ＷＩｏＵ￣ｖ３ 的计算方式[１４]ꎬ
式(１１)为 ＭＰＤ￣ＩｏＵ 的计算公式ꎬ基于 ＬＩｏＵ的动态变

化使得锚框的质量划分标准也在动态变化ꎬ从而可

以帮助 ＷＩｏＵ￣ｖ３ 在每个时刻都能得到最符合当前

状态的梯度增益分配策略ꎮ
ＬＷＩｏＵｖ１ ＝ ＲＷＩｏＵＬＩｏＵ (７)

ＲＷＩｏＵ ＝ ｅｘｐ
(ａ － ａｇｔ) ２ ＋ (ｂ － ｂｇｔ) ２

(Ｗ２
ｇ ＋ Ｈ２

ｇ)∗
é

ë

ê
ê

ù

û

ú
ú

(８)

β ＝
Ｌ∗

ＩｏＵ

ＬＩｏＵ
∈ [０ꎬ ＋ ¥) (９)

ＬＷＩｏＵｖ３ ＝ ｒＬＷＩｏＵｖ１ꎬ ｒ ＝ β
δαβ－δ (１０)

ｄ１
２ ＝ (ｘ１

ｐｒｄ － ｘ１
ｇｔ) ２ ＋ (ｙ１

ｐｒｄ － ｙ１
ｇｔ) ２

ｄ２
２ ＝ (ｘ２

ｐｒｄ － ｘ２
ｇｔ) ２ ＋ (ｙ２

ｐｒｄ － ｙ２
ｇｔ) ２

ＬＭＰＤ－ＩｏＵ ＝ ＩｏＵ －
ｄ１

２

ｗ２ ＋ ｈ２
－

ｄ２
２

ｗ２ ＋ ｈ２ (１１)

式中:ＬＷＩｏＵｖ１为 ＷＩｏＵ￣ｖ１ 版损失函数ꎻＲＷＩｏＵ为重新加

权交并比ꎻＬＩｏＵ 为位置交并比ꎻａ、ｂ 为锚框预测值ꎻ
ａｇｔ、ｂｇｔ分为锚框真实值ꎻＷｇ 和 Ｈｇ 为最小框的宽度和

高度ꎻＬ∗
ＩｏＵ为 ＬＩｏＵ的单调聚焦系数ꎻＬＷＩｏＵｖ３为 ＷＩｏＵ￣ｖ３

版损失函数ꎻｒ 为非单调聚焦系数ꎻα 和 δ 为超参数ꎻ
ｘ１ 和 ｙ１ 分别为真实框和预测框左上顶点的坐标ꎻｘ２

和 ｙ２ 对应真实框和预测框框右下顶点的坐标ꎻｄ１ 为

真实框与预测框左上顶点的欧几里得距离ꎻｄ２ 为真

实框与预测框右下顶点的欧几里得距离ꎻｐｒｄ 表示

预测框ꎻｇｔ 表示真实框ꎮ

３　 实验

３.１　 实验环境配置与数据处理

３.１.１　 实验环境配置

实验软件环境为 ｐｙｔｈｏｎ ３.８、 ｔｏｒｃｈ １.７.１、 ｃｕｄａ １０.１
等ꎬ硬件环境为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ３０９０ 显卡ꎮ
所有实验都在相同超参数下进行ꎮ 以下是对所提供

名词的替代定义:ｍＡＰ＠ ０.５ 表示 ＩｏＵ 为 ０.５ 时所有

类别待检测目标的平均检测精度ꎻＧＦＬＯＰｓ 为每秒进

行的十亿次浮点运算数ꎬ用于衡量算法的复杂度ꎮ
３.１.２　 数据预处理

所用输电线路数据主要由无人机对现场状态的

采集构成ꎬ全部数据由人工进行标注和清洗ꎮ 由于

原始数据量庞大、数据类型繁多且各类数据数量差

异较大[１５]ꎬ前期的数据处理十分必要ꎮ 原始数据中

绝缘子故障只有一种分类ꎬ在对数据集进行清洗过程

中发现图片间缺陷差别较大ꎬ于是将其细分为绝缘子

自爆、瓷质绝缘子破裂、绝缘子弯曲ꎬ并使用分割一切

模型(ｓｅｇｍｅｎｔ ａｎｙｔｈｉｎｇ ｍｏｄｅｌꎬＳＡＭ) 将样本数量较少

的的后两类缺陷进行数据扩充ꎮ 数据处理步骤为:
１)无人机图像采集ꎻ
２)利用 ＳＡＭ 模型提取缺陷部分掩码ꎻ
３)对缺陷部分使用缩放、变形、裁减、旋转以及

添加高斯噪声等方式进行数据加强ꎻ
４)结合数据集中其他背景部分进行数据扩充ꎻ
５)使用 Ｌａｂｅｌｌｍｇ 进行数据标注ꎮ
下面基于 ＳＡＭ 模型对数据进行扩充ꎮ ＳＡＭ 模

型作为图像编码器ꎬ主要功能为生成图像嵌入ꎮ 该

模型由两种信息源组成输入数据ꎬ一种是用于将图

像信息嵌入到模型中的编码器ꎬ另一种则是文字信

息或输入框信息嵌入的编码器ꎮ 这两类信息源由一

种轻量级的掩码解码器组合在一起ꎬ最终达到预测

分割掩码的目的[１６]ꎮ ＳＡＭ 模型结构如图 ７ 所示ꎮ
在预训练阶段ꎬ模型先接受关于点、边框和掩码的信

息ꎬ然后输出相应的分割结果ꎬ并将其和实际数据加

以对比ꎮ 相较于传统方法ꎬＳＡＭ 模型采用了交互式

分割ꎬ能够一次性提供多种可能的合理结果ꎬ无需多

轮交互或多次标注选择[１７]ꎮ 此外ꎬＳＡＭ 模型属于

零样本学习的一种形式ꎬ通过在不同的下游任务中

应用不同的提示ꎬ展现出卓越的泛化性能ꎮ 与多任

务分割方法相比ꎬＳＡＭ 模型通过单一模型同时处理

多个任务ꎬ而不是将多个模型组合在一起处理各自

的子任务[１８]ꎮ 输入图像由掩码自编码器(ｍａｓｋｅｄ
ａｕｔｏ ｅｎｃｏｄｅｒｓꎬＭＡＥ) 预训练的视觉变换器 ( ｖｉｓｉｏｎ
ｔｒａｎｓｆｏｒｍｅｒꎬＶＩＴ) [１９] 图像编码器进行处理ꎮ ＶＩＴ 模

型首先分割图像为固定大小的块ꎬ并将每个块进行

位置嵌入先行处理后ꎬ将输出的向量序列输入进

Ｔｒａｎｓｆｏｒｍｅｒ 编码器ꎻ然后ꎬ将图像映射至特征空间ꎬ
生成一次性图像嵌入ꎬ这些图像嵌入可以被视为图

像的紧凑特征表示ꎬ能够有效地保留输入图像的关

键信息ꎻ接着ꎬ输入的提示(例如点提示和方框提示

使用位置编码的形式ꎬ文本提示则直接使用 ＣＬＩＰ
的文本编码器[２０] )经过提示编码器处理后ꎬ生成对

应的提示嵌入ꎻ最后ꎬ将图像嵌入与提示嵌入结合ꎬ
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并输入至轻量级的掩码解码器ꎬ从而生成相应的分

割掩码ꎮ 通过不断使用绝缘子数据对 ＳＡＭ 模型进行

微调ꎬ使得该模型能够更好地适应当前的应用场景ꎮ

图 ７　 ＳＡＭ 模型结构

数据的扩充步骤为:首先使用 ＳＡＭ 将图片中目

标对象的掩码自动进行分割ꎬ使用数据集中其他图片

的背景ꎬ将分割出的包含缺陷的绝缘子串掩码进行缩

放、变形、裁剪、旋转[２１]后再嵌入其中ꎮ 扩充结果为:
由原始的约 ６００ 张图片扩展到 ９００ 张ꎻ对绝缘子部分

数据集进行处理前 ｍＡＰ＠ ０.５ 为 ０.４９２、ｍＡＰ＠ ０.９５ 为

０.２８５ꎬ处理后 ｍＡＰ＠ ０.５ 提升到 ０.７８１、ｍＡＰ＠ ０.９５ 提

升到 ０.４６２ꎬ相较处理前有显著的提升ꎮ 原图和处理

后的图片示例如图 ８ 所示ꎬ分别展示旋转、缩放处理

后的结果ꎮ

图 ８　 瓷质绝缘子破裂图片处理

除绝缘子缺陷外ꎬ数据集中还包括防震锤锈蚀、
重锤锈蚀和塔身异物ꎮ 原始数据集中存在数据量过

大且有重复的现象ꎬ对数据进行清洗后保留了总计

５７１１ 张图片ꎬ按照 ８ ∶ １ ∶ １ 分为训练集、测试集和验

证集ꎮ
３.２　 消融实验

为证明所提出各改进模块均具有效性ꎬ设计了

消融实验ꎮ 实验结果如表 １ 所示ꎬ模型 Ａ 为基础

ＹＯＬＯｖ８￣ｎ 模型ꎬ模型 Ｂ 为在骨干网络中加入 ＤＣＮｖ２ꎻ
模型 Ｃ 为将 ｍｕｌｔｉ￣ＣＡ 机制加入 ＤＣＮｖ２ 中ꎻ模型 Ｄ
为将 ＣＩｏＵ 更改为 ＷＩｏＵꎮ 表 １ 数据均为各模型在同

一环境下训练 １００ 轮次的结果ꎮ 由表 １ 可见ꎬ在参

数量并未大幅度提高的前提下ꎬ相较于初始的

ＹＯＬＯｖ８ 模型ꎬ所提方法的 ｍＡＰ＠ ０.５ 和召回率都有

显著提升ꎬ其中 ｍＡＰ＠ ０.５ 提高了 ５.９２％ꎬ召回率提

高了 ７.５％ꎬ结果如图 ９ 所示ꎮ 改进后的热力图对比

如图 １０ 所示ꎬ由图可知:ＹＯＬＯｖ８ 基础模型对缺陷

产生位置的关注度仍有偏差且无法关注到大部分缺

陷ꎻ加入 ＤＣＮｖ２ 后ꎬ虽能检测出大多数缺陷但会出

现误检状况ꎬ将 ｍｕｌｔｉ￣ＣＡ 机制加入 ＤＣＮｖ２ 中误检情

况减少ꎻ加入 ＷＩｏＵ 后模型可基本识别到图片中的

所有缺陷且关注度较为集中在缺陷区域ꎮ
表 １　 消融实验结果

模型 ｍＡＰ＠ ０.５ 参数量 / １０６ ＧＦＬＯＰｓ Ｒｅｃａｌｌ
Ａ ０.８０８ ３.００ ８.２ ０.７６０
Ｂ ０.８２５ ３.０３ ８.０ ０.７９１
Ｃ ０.８４２ ３.０４ ８.０ ０.８０３
Ｄ ０.８６０ ３.０４ ８.０ ０.８３５

图 ９　 各项结果
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图 １０　 消融实验热力图对比

３.３　 对比实验

为了体现所提算法在检测精度及参数量上的优

越性ꎬ和主流可变形卷积网络进行对比ꎬ例如 ＤＣ￣
Ｎｖ２￣ｄｙｈｅａｄ、ＤＣＮｖ２、ＤＣＮｖ３ 以及可变性卷积注意力

机制 Ｄａｔｔｅｎｔｉｏｎ[２２]ꎬ在相同数据集和软硬件条件下

进行比较ꎬ验证所提算法模型所作改进的有效性ꎮ
对比结果如表 ２ 所示ꎬ模型 Ｅ 为 Ｄａｔｔｅｎｔｉｏｎꎻ模型

Ｆ 为 ＤＣＮｖ２￣ｄｙｈｅａｄꎻ模型 Ｇ 为 ＤＣＮｖ３ꎻ模型 Ｈ 为

ＤＣＮｖ２ꎻ模型 Ｉ 为所提出的 ＤＣＮｖ２＋Ｍｕｌｔｉ￣ＣＡꎮ 由表

中数据可得ꎬ相较于其他相似算法ꎬ所提出的方法在

ｍＡＰ＠ ０.５ 及召回率指标上皆处于领先位置ꎮ 用于

对比的其他模型热力图对比如图 １１ 所示ꎬＤａｔｔｅｎｔｉｏｎ
对缺陷的检测有遗漏部分ꎬＤＣＮｖ２ 存在少量误检现

象ꎬＤＣＮｖ３ 对大量位置关注度过高ꎮ
表 ２　 对比实验结果

模型 ｍＡＰ＠ ０.５ 参数量 / １０６ ＧＦＬＯＰｓ Ｒｅｃａｌｌ

Ｅ ０.８２５ ３.０７ ８.１ ０.７５８

Ｆ ０.８２７ ３.０３ ８.０ ０.７９１

Ｇ ０.８１９ ２.８９ ８.０ ０.７４９

Ｈ ０.８２５ ３.０３ ８.０ ０.７１９

Ｉ ０.８４２ ３.０４ ８.０ ０.８０３

图 １１　 对比实验热力图对比
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４　 结　 论

针对输变电线路上故障各类数量悬殊的问题ꎬ
提出使用 ＳＡＭ 模型和各图片变化方式相结合的形

式以增加样本数量和质量ꎬ针对目标大小不一且

检测正确率低的问题提出使用可变形卷积网络

ＤＣＮｖ２ꎬ由于原始的 ＤＣＮｖ２ 只考虑单通道特征ꎬ在
其中加入 ｍｕｌｔｉ￣ＣＡ 注意力机制以达到特征更好融合

的作用ꎬ将 ＣＩｏＵ 损失函数改为 ＷＩｏＵ 达到引导模型

学习以适应不同质量的锚框ꎬ从而提高目标检测的性

能ꎮ 最终模型的 ｍＡＰ＠ ０.５ 达到 ０.８６ꎬ相较于扩充数

据前增加了 ３６.８０％ꎬ相较于基础 ＹＯＬＯｖ８ 模型提高

了 ５.９２％ꎬ与其他同类型算法相比具有优越性ꎮ
下一步的主要研究方向有两方面ꎬ一是增加缺

陷的类型ꎬ使模型对更多缺陷类型都能达到较好的

识别效果ꎬ适应于各类不同大小的样本ꎻ二是将模型

进行轻量化处理包括但不限于嵌入轻量化模块、更
改轻量化的主干网络等ꎬ使模型在参数量减少的情

况下保持准确率ꎮ
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