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摘　 要:由于邻近多风电机组间存在复杂的关联关系ꎬ深度挖掘多风电机组的空间特征有利于提高风电功率的预测

精度ꎮ 因此ꎬ提出了一种考虑多风电机组关联特性的超短期功率预测方法ꎮ 首先ꎬ基于能量谷优化算法对变分模态分

解的关键参数进行优化ꎬ将原始风电功率数据分解为多个利于预测的模态分量ꎻ随后ꎬ在双向门控循环单元时序预测

网络中引入时序注意力机制ꎬ充分提取多风电机组间的复杂联系ꎬ从时空角度对各模态分量进行精准预测ꎻ最后ꎬ对
各模态分量预测值进行重构得到多台风机的风电功率预测ꎮ 实验结果表明ꎬ与其他预测模型相比ꎬ所提方法不仅能

有效提高多风电机组的超短期功率预测精度ꎬ同时也能缩短训练时间ꎮ
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０　 引　 言

在全球追求碳达峰和碳中和的“双碳”目标背

景下ꎬ风能因其清洁和无污染的特性在可再生资源

基金项目:国家电网有限公司科技项目(５２１９９７２３００１Ｇ)

中占据了重要地位[１]ꎮ 但风电因其间歇性和随机

性特征ꎬ其功率难以准确预测ꎬ这构成了对风电高效

利用以及电力系统稳定运行的挑战[２]ꎮ 所以ꎬ提高

风电功率预测的准确性不仅可以增加风电资源的利

用效率ꎬ还有助于维护电网的稳定并推动全球能源

系统向低碳化转型[３]ꎮ
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当前的风电功率预测方法主要有三类:物理驱

动法[４]、统计分析法[５] 和组合预测法[６]ꎮ 物理驱动

方法利用数字天气预报和风电场数据预测风电功

率ꎬ此方法依赖于收集大量的地理和历史气象数

据[７]ꎬ建模复杂、成本高且计算也具有一定难度[８]ꎮ
传统的统计分析法ꎬ如自回归积分移动平均法[９] 和

贝叶斯回归法[１０]ꎬ则利用风电场历史数据来提取线

性特征ꎮ 然而ꎬ这些线性模型难以处理非线性和非

平稳的数据变化ꎬ限制了其预测效果ꎮ 随着信息技

术和人工智能的进步ꎬ机器学习技术如人工神经网

络[１１] 和支持向量机[１２]ꎬ在风电预测领域展现出显

著的优势ꎬ它们能够有效地处理复杂数据模式和提

高预测的准确性ꎮ 尽管机器学习技术在多方面超越

了传统的统计方法ꎬ但在处理含有不规则空缺和噪

声的实际风电功率数据时ꎬ这些技术在数据量不充

分的情况下预测准确性仍受限[１３]ꎮ 为了增强预测

的精度ꎬ研究者们提出了组合预测技术ꎬ主要包括两

种策略:一种策略是结合多种算法ꎬ并通过分配不同

的权重来强化关键信息的作用ꎬ如将注意力机制集

成到双向长短期记忆网络(ｂｉ￣ｄｉｒｅｃｔｉｏｎａｌ ｌｏｎｇ ｓｈｏｒｔ￣
ｔｅｒｍ ｍｅｍｏｒｙ ꎬＢｉＬＳＴＭ)或双向门控循环单元(ｂｉ￣ｄｉ￣
ｒｅｃｔｉｏｎａｌ ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔꎬＢｉＧＲＵ)的隐藏状态以

提高预测准确性ꎬ但这种方法可能存在泛化性能的

问题ꎻ另一种策略是对风电功率序列进行分解后再

进行预测ꎬ其中常用的分解技术包括小波变换、经验

模态分解和变分模态分解等[１４]ꎮ
文献[１５]引入经验模态分解提取固有模式函

数ꎬ实现降低神经网络的预测难度ꎬ但存在模态混叠

问题[１６]ꎮ 文献[１７]将原始功率信号通过变分模态

分解( ｖａｒｉａｔｉｏｎａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬＶＭＤ)算法分

解为多个子序列ꎬ然后使用蝴蝶优化算法优化最小

二乘支持向量机ꎬ对各子序列进行预测ꎬ但该模型存

在关键参数难以确定的问题ꎮ 因此ꎬ确定 ＶＭＤ 算

法中最优的固有模态函数( ｉｎｔｒｉｎｓｉｃ ｍｏｄｅ ｆｕｎｃｔｉｏｎꎬ
ＩＭＦ)分解数量 Ｋ 和惩罚因子 δ 的参数组合是关键ꎮ
文献[１８]通过中心频率观察法选择 Ｋ 值ꎬ而 δ 值则

仍需人工设置ꎮ 文献 [１９] 通过粒子群算法优化

ＶＭＤ 参数ꎬ并将其应用于磁瓦声振信号的分析ꎬ但粒

子群算法可能会陷入局部最优问题ꎮ 文献[２０]中的

能量谷优化算法(ｅｎｅｒｇｙ ｖａｌｌｅｙ ｏｐｔｉｍｉｚｅｒꎬＥＶＯ)受到

物理学中粒子寻求最低能量状态的现象启发ꎬ提供

了一种解决复杂系统优化问题的新策略ꎮ 该算法能

够避免传统优化技术常见的局部最优陷阱ꎬ使得在

更广阔的参数空间中寻找到更有效的解决方案成为

可能ꎮ 文献[２１]通过卷积神经网络( ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓꎬＣＮＮ)进行特征提取ꎬ并使用 ＬＳＴＭ
处理多变量时间序列建模ꎬ相较于单一网络模型精

确度有所提升ꎬ但是 ＬＳＴＭ 结构相对复杂ꎬ需要较长

的训练时间ꎮ 文献[２２]采用时间卷积网络(ｔｅｍｐｏｒａｌ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋꎬ ＴＣＮ)提取时间序列特征ꎬ并
结合门控循环单元进行非线性动态建模ꎬ显著提升

了预测精度ꎮ 然而ꎬＴＣＮ 在处理长时间依赖时存在

特征稀疏问题ꎬ且模型结构需要精细调参ꎬ增加了计

算复杂度ꎮ 文献 [ ２３] 使用注意力机制 ( ａｔｔｅｎｔｉｏｎ
ｍｅｃｈａｎｉｓｍꎬＡＭ)以提高对关键信息的影响力ꎬ为门

控循环单元神经网络的隐藏状态分配不同的权重ꎮ
文献[２４]采用时序注意力机制增强了模型对时间

序列相关性的依赖ꎬ但传统注意力机制仅为单台风

机的输出功率在时间序列中分配权重ꎬ未能捕捉到多

台风机之间的关系ꎮ 文献[２５]介绍了时间模式注意

力(ｔｅｍｐｏｒａｌ ｐａｔｔｅｒｎ ａｔｔｅｎｔｉｏｎꎬＴＰＡ)机制ꎬ它通过对隐

藏状态进行卷积计算ꎬ可以探索多风机之间的复杂关

联ꎮ 此外ꎬ考虑到每台风机的特性不同ꎬＴＰＡ 机制还

能在不同时间步骤为它们分配差异化的权重[２６]ꎮ
综上所述ꎬ当前风电功率预测方法尽管取得了

一定进展ꎬ但仍存在未解决的问题ꎮ 物理驱动方法

依赖大量气象和地理数据ꎬ建模复杂且成本高ꎻ传统

统计方法难以处理非线性和非平稳数据ꎬ预测效果

受限ꎻ机器学习和深度学习技术虽然处理复杂数据

模式表现优异ꎬ但在面对含有不规则空缺和噪声的

数据时预测准确性不足ꎮ 此外ꎬ组合预测技术虽然

提高了预测精度ꎬ但对多风电机组关联特性的利用

仍不足ꎬ且关键参数优化复杂ꎬ容易陷入局部最优

解ꎮ 下面提出一种风电功率预测方法:通过 ＥＶＯ 优

化 ＶＭＤ 参数ꎬ增强对复杂数据的处理能力ꎬ避免了

局部最优陷阱ꎻ利用 ＢｉＧＲＵ 和 ＴＰＡ 机制有效捕捉

多风电机组之间的 ＩＭＦ 时序关联ꎬ充分利用其关联

特性ꎻ通过优化关键参数组合ꎬ提高了预测精度和可

靠性ꎮ 通过与其他 ５ 种模型的预测性能对比分析ꎬ
验证了所提方法在实际应用中的优越性和有效性ꎮ

１　 预测模型原理

１.１　 ＶＭＤ 原理

ＶＭＤ 是一种创新的信号处理方法ꎬ专为解决复
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杂信号的非线性和非平稳性问题而设计ꎮ 这种方法

基于一组自适应的维纳滤波器ꎬ通过构建变分问题

并求最优解ꎬ从而实现对信号的高效分解ꎮ 与传统

的经验模态分解和小波分解相比ꎬＶＭＤ 在信号重

构和抗噪性能方面表现更佳ꎬ能够将原信号 ｆ( ｔ)精
确分解为 Ｋ 个具有不同中心频率的稳定子信号

ｕｋ( ｔ)ꎬ每个子信号均表现出良好的相对正交性ꎬ无
模态混叠问题ꎬ如式(１)所示ꎮ

ｍｉｎ
ｕｋ{ }ꎬ ωｋ{ }

∑
Ｋ

ｋ ＝ １
∂ｔ Ｆ(ｔ) ＋ ｊ

πｔ
æ

è
ç

ö

ø
÷ ∗ｕｋ(ｔ)

é

ë
êê

ù

û
úú ｅ－ｊωｋｔ

２

２
{ }

ｓ.ｔ.∑
Ｋ

ｋ ＝ １
ｕｋ ＝ ｆ(ｔ)

ì

î

í

ï
ïï

ï
ïï

(１)
式中:ｕｋ、ωｋ 分别为第 ｋ 个模态分量和其中心频率ꎻ
Ｆ( ｔ)表示狄拉克分布ꎻ∗为卷积运算符ꎮ

通过引入二次惩罚因子 δ 和拉格朗日乘子 λꎬ
可将式(１)初步的约束问题ꎬ转换成一个更易于处

理的无约束问题ꎬ如式(２)所示ꎮ

Ｌ( ｕｋ{ }ꎬ ωｋ{ }ꎬλ) ＝ ｆ( ｔ) － ∑
Ｋ

ｋ ＝ １
ｕｋ( ｔ)

２

２

＋

　 δ∑
Ｋ

ｋ ＝ １
∂ｔ Ｆ( ｔ) ＋ ｊ

πｔ
æ

è
ç

ö

ø
÷ ∗ｕｋ( ｔ)

é

ë
êê

ù

û
úú ｅ － ｊωｋｔ

２

２

＋

　 ‹ λ( ｔ)ꎬｆ( ｔ) － ∑
Ｋ

ｋ ＝ １
ｕｋ( ｔ)› (２)

式中:Ｌ( )为拉格朗日函数ꎻ‹􀅰ꎬ􀅰›为内积运算符号ꎮ
为了获得最优解ꎬ使用交替方向乘子法来更新

各个模态分量 ｕｋ 及其对应的中心频率 ωｋꎬ以及拉

格朗日乘子 λꎮ 更新公式如式(３)所示ꎮ

ｕ^ｋꎬｎ＋１ ＝
ｆ^ (ω) － ∑

ｉ≠ｋ
ｕ^ｉꎬｎ(ω) ＋ λ^ｎ(ω) / ２

１ ＋ ２δ (ω － ωｋꎬｎ) ２

ωｋꎬｎ＋１ ＝
∫¥

０
ω ｕ^ｋꎬｎ＋１(ω) ２ｄω

∫¥

０
ｕ^ｋꎬｎ＋１(ω) ２ｄω

λ^ｎ＋１(ω) ＝ λ^ｎ(ω) ＋ τ ｆ^ (ω) － ∑
Ｋ

ｋ ＝ １
ｕ^ｋꎬｎ＋１(ω)

æ

è
ç

ö

ø
÷

ì

î

í

ï
ï
ï
ï
ï
ï

ï
ï
ï
ï
ïï

(３)
式中:ｎ 为迭代次数ꎻτ 为更新步长ꎻ上标＾表示该量

为对应信号的傅里叶变换ꎮ
１.２　 ＥＶＯ 优化算法

鉴于实际信号的复杂性ꎬ手动设定 ＶＭＤ 方法

中的分解数量 Ｋ 和惩罚因子 δ 不仅困难ꎬ而且可能

造成结果的不稳定性ꎮ 为了解决这一问题ꎬ采用了

ＥＶＯ 算法来自动优化这些参数ꎬ从而提高分解效果

的稳定性ꎮ
ＥＶＯ 算法受物理粒子寻找最低能量状态的启

发ꎬ为解决复杂系统优化问题提供了一种新颖方法ꎮ
该算法通过模拟粒子在能量潜势场中的运动来探索

解空间ꎬ过程如下:
１)初始化过程ꎮ 在这一阶段ꎬ候选解 Ｘ 被假设

为具有不同稳定性水平的粒子ꎬ粒子的初始化位置

由式(４)给出:

Ｘ ＝

Ｘ１

Ｘ２

⋮
Ｘｂ

⋮
Ｘｍ

é

ë

ê
ê
ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú
ú
ú

＝

ｘ１ꎬ１ ｘ１ꎬ２􀆺ｘ１ꎬｃ􀆺ｘ１ꎬｄ
ｘ２ꎬ１ ｘ２ꎬ２􀆺ｘ２ꎬｃ􀆺ｘ２ꎬｄ
⋮　 ⋮　 ⋱　 ⋮
ｘｂꎬ１ ｘｂꎬ２􀆺ｘｂꎬｃ􀆺ｘｂꎬｄ
⋮　 ⋮　 ⋱　 ⋮

ｘｍꎬ１ ｘｍꎬ２􀆺ｘｍꎬｃ􀆺ｘｍꎬｄ

é

ë

ê
ê
ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú
ú
ú

ꎬ
ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ
ｃ ＝ １ꎬ２ꎬ􀆺ꎬｄ{

ｘｂꎬｃ ＝ ｘｂꎬｃ ｍｉｎ ＋ ξ􀅰(ｘｂꎬｃｍａｘ － ｘｂꎬｃ ｍｉｎ)

ì

î

í

ï
ï
ï
ï
ïï

ï
ï
ï
ï
ï

(４)
式中:ｍ 为粒子的总数ꎻｄ 为所考虑问题的维度ꎻｘｂꎬｃ

为第 ｂ 个粒子在第 ｃ 个维度上的位置值ꎻｘｂꎬｃｍａｘ 和

ｘｂꎬｃｍｉｎ为第 ｂ 个粒子中第 ｃ 个维度的上、下限ꎻξ 为

[０ꎬ１]范围内均匀分布的随机数ꎻＸ 为 粒子群(候选

解集合)的初始位置ꎻＸｂ为种群中第 ｂ 个粒子的当

前位置向量ꎮ
２)确定粒子的富集边界ꎬ用于考虑富中子粒子

和贫中子粒子之间的差异ꎮ 将每个粒子的中子富集

水平计算出来ꎬ用于区分富中子和贫中子粒子ꎬ进而

确定富集边界ꎬ计算公式为

ＥＢ ＝
∑
ｍ

ｂ ＝ １
ＮＬｂ

ｍ
ꎬ ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ (５)

式中:ＮＬｂ为第 ｂ 个粒子的中子富集水平ꎻＥＢ 为粒子

种群中粒子的富集边界ꎮ
３)根据目标函数的评估结果ꎬ确定粒子的稳定

性等级ꎬ如式(６)所示ꎮ

ＳＬｂ ＝
ＮＬｂ － ＢＳ

ＷＳ － ＢＳ
ꎬ ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ (６)

式中:ＳＬｂ为第 ｂ 个粒子的稳定度ꎻＢＳ和 ＷＳ分别为种

群中稳定性最好和最差的粒子ꎬ相当于迄今发现的

目标函数值的最小值和最大值ꎮ 基于目标函数的评

估ꎬ可计算得到粒子的稳定性度ꎮ
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如果粒子的中子富集水平高于富集边界 ＥＢꎬ则
需要通过 α、β 或 γ 衰变来降低能量ꎮ 如果粒子的

稳定性水平高于稳定性界限ꎬ则认为发生了 α 和 γ
衰变ꎬ因为对于稳定性水平较高的粒子来说ꎬ这两种

衰变是可能发生的ꎮ α 衰变是一种放射性衰变过

程ꎬ其中原子核释放 α 粒子ꎬ使得原子核转变为更

稳定的状态ꎮ 在数学上ꎬ可将其表述为 ＥＶＯ 中的一

种位置更新策略ꎮ 该策略涉及生成两个随机整数作

为[１ꎬｄ]范围内的 α 指标 αⅠꎬ表示发射光线的数

量ꎬ以及[１ꎬαＩ]范围内的 α 指标 αⅡꎬ它定义了要发

射的 α 射线ꎮ 这些 α 射线代表候选解中的决策变量ꎬ
在更新中ꎬ它们被从当前粒子或具有最佳稳定性水平

的候选粒子中移除并替换ꎮ 在数学上表述如下:

ＸＮｅｗ１
ｂ ＝ Ｘｂ[ＸＢＳ

(ｘｂꎬｃ)]ꎬ
ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ
ｃ ＝ αⅡ

{ (７)

式中:ＸＮｅｗ１
ｂ 为种群中新生成的通过 α 衰变位置更

新得到的粒子ꎻＸＢＳ
为稳定性水平最好的粒子的位

置向量ꎮ
γ 衰变过程与 α 衰变类似ꎬ此处不再赘述ꎮ 其

数学表述如下:

ＸＮｅｗ２
ｂ ＝ Ｘｂ[ＸＮｇ(ｘｂꎬｃ)]ꎬ

ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ
ｃ ＝ γⅡ

{ (８)

式中:ＸＮｅｗ２
ｂ 为种群中新生成的通过 γ 衰变位置更新

得到的粒子ꎻＸＮｇ为第 ｂ 个粒子周围邻近粒子的位置

向量ꎮ
如果粒子的稳定性水平低于稳定性界限ꎬ则认

为会发生 β 衰变ꎬ因为这种类型的衰变发生在稳定

性水平较低的更不稳定的粒子中ꎬ表达式为:

ＸＣＰ ＝
∑
ｍ

ｂ ＝ １
Ｘｂ

ｍ
ꎬ ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ (９)

ＸＮｅｗ１
ｂ ＝ Ｘｂ ＋

( ｒ１ × ＸＢＳ
－ ｒ２ × ＸＣＰ)
ＳＬｂ

ꎬ ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ

(１０)
式中:ＸＣＰ为粒子中心的位置向量ꎻｒ１ 和 ｒ２ 为[０ꎬ１]
范围内的两个随机数ꎬ决定粒子的移动量ꎮ

为了提高算法的开发和探索水平ꎬ对采用 β 衰

变的粒子进行了另一种位置更新过程ꎮ 在此过程

中ꎬ向具有最佳稳定性水平的粒子(ＸＢＳ
)或候选粒

子及其邻近的粒子(ＸＮｇ)或候选粒子进行受控移

动ꎬ而粒子的稳定性水平不会影响移动过程ꎮ 数

学表达式为

ＸＮｅｗ２
ｂ ＝ Ｘｂ ＋ ｒ３ × ＸＢＳ

－ ｒ４ × ＸＮｇ( ) ꎬ ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ

(１１)
式中ꎬｒ３ 和 ｒ４ 为[０ꎬ１]范围内的两个随机数ꎬ决定粒

子的移动量ꎮ
如果粒子的中子富集水平低于富集界限ꎬ则假

定粒子具有较小的中子数与质子数之比ꎬ因此粒子

倾向于经历电子捕获或正电子发射以向稳定带移

动ꎮ 在这方面ꎬ确定搜索空间中的随机移动以考虑

这些类型的运动ꎬ如式(１２)所示ꎮ
ＸＮｅｗ

ｂ ＝ Ｘｂ ＋ ｒꎬ ｂ ＝ １ꎬ２ꎬ􀆺ꎬｍ (１２)

式中:ＸＮｅｗ
ｂ 为种群中第 ｂ 个粒子(候选解)即将到来

的位置向量ꎻｒ 是[０ꎬ１]范围内的随机数ꎬ它决定粒

子的移动量ꎮ
在 ＥＶＯ 主循环结束时ꎬ如果粒子的富集水平高

于富集边界ꎬ则每个粒子只有两个新生成的位置向

量 ＸＮｅｗ１
ｂ 和 ＸＮｅｗ２

ｂ ꎬ而对于具有较低的富集水平ꎬ仅生

成 ＸＮｅｗ
ｂ 作为新的位置向量ꎮ 这些新生成的向量与

当前种群合并ꎬ形成新的候选解集ꎬ并由最佳粒子引

导进入算法的下一轮搜索循环ꎮ 对于超出预定上限

和下限的决策变量确定边界违规标记ꎬ同时可以利

用目标函数评估的最大次数或迭代的最大次数作为

终止准则ꎮ
最佳 ＶＭＤ 参数 Ｋ 和 δ 的求解过程如下:
１)初始化 ＥＶＯ 算法的参数以及种群ꎮ
２)为每个粒子计算其中子富集水平 ＮＬｂꎬ确定

种群中粒子的富集边界 ＥＢꎮ
３)通过目标函数(ＶＭＤ 的残差范数)计算每个

粒子的稳定度ꎬ找出稳定性最好(ＢＳ)和最差(ＷＳ)
的粒子ꎮ

４)根据粒子的中子富集水平和稳定度ꎬ决定采

用哪种衰变(α、β 或 γ)来更新粒子的位置ꎮ 将新位

置向量与现有种群合并ꎬ形成新一代种群ꎮ
５)经过多次迭代ꎬ从中选出具有最佳目标函数值

的粒子ꎬ该粒子的位置代表了最优的ＶＭＤ 参数Ｋ 和 δꎮ
１.３　 ＢｉＧＲＵ 原理

ＢｉＧＲＵ 模型是一种循环神经网络ꎬ它由两个独

立的 ＧＲＵ 单元组成ꎬ一个按照时间序列正向处理数

据ꎬ另一个按照时间序列逆向处理数据ꎮ 通过这种

双向结构ꎬＢｉＧＲＵ 模型能够同时捕捉序列数据的前

向和后向信息ꎬ从而更好地理解和预测序列中的模

式ꎮ ＢｉＧＲＵ 结构如图 １ 所示ꎮ 图 １ 中ꎬｘｔ 为 ｔ 时刻的
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输入序列数据ꎻｙｔ 为 ｔ 时刻 ＧＲＵ 单元输出的结果ꎮ

图 １　 ＢｉＧＲＵ 结构

ＢｉＧＲＵ 通过输入正序列与其反序列到前向和

后向 ＧＲＵ 中ꎬ能够并行训练两个网络ꎮ 前向 ＧＲＵ
根据历史数据预测未来ꎬ而后向 ＧＲＵ 则是依据未来

数据来推断过去ꎬ最终的预测结果是综合这两个网

络输出的结果ꎮ 因为 ＢｉＧＲＵ 能够有效处理对前后

文信息都敏感的时间序列数据ꎬ所以可以结合风力

发电功率数据使用 ＢｉＧＲＵ 进行了双向预测ꎮ
１.４　 ＴＰＡ 原理

注意力机制在自然语言处理、图像和语音识别

等领域有着广泛的应用ꎬ近年来也被用于各种预测

问题ꎮ 传统的注意力机制主要考虑各时刻的权值分

布ꎬ且该方法仅适用于每一时刻仅有一种情形ꎮ 但

是ꎬ考虑到区域内多台风机的功率预测ꎬ各阶段均含

有多个不同的变量ꎬ且各变量间具有复杂的非线性

关系ꎬ并且各变量具有自身的特性与周期性ꎬ难以将

单个时间步长作为研究对象ꎮ 为了解决这个问题ꎬ
提出了 ＴＰＡ 结构ꎬ该结构采用多个一维 ＣＮＮ 滤波

器ꎬ通过对 ＢｉＧＲＵ 隐含的行向量进行特征抽取ꎬ从
而实现对多个变量在时间步长上的相关性学习ꎮ
ＴＰＡ 结构如图 ２ 所示ꎮ

原始时间序列经 ＢｉＧＲＵ 处理后ꎬ得到的隐藏状

态向量表示为 ｙｔ－ｗ—ｙｔꎬ其中 ｗ 为时间序列的长度ꎬ
表示输入数据中包含的时间步数量ꎮ 定义隐藏状态

矩阵 Ｙ ＝ ｙｔ－ｗꎬｙｔ－ｗ＋ｌꎬ...ꎬｙｔ－ｌ{ } ꎬ其中每列向量代表了

同一时间步下 ＢｉＧＲＵ 内部门神经元参数的变化情

况ꎬ每行向量则表示了单个变量在所有时间步下

的状态ꎮ
图 ２ 中ꎬ不同颜色的矩阵表示了隐藏状态矩阵

Ｙ 中的不同一维卷积核ꎬ对 Ｙ 的 ｒ 个特征进行一维

卷积ꎬ可提取出可变信号模型的时间模式矩阵 ＹＣ
ｐꎬｑꎮ

ＹＣ
ｐꎬｑ ＝ ∑

ｗ

ｌ ＝ １
Ｙｐꎬ( ｔ －ｗ－１＋ｌ)∗ ＣｑꎬＴ－ｗ＋ｌ (１３)

式中:ＹＣ
ｐꎬｑ为特征一维积累后得到的时间模式矩阵

ＹＣ中第 ｐ 行、第 ｑ 列的元素ꎻＹｐꎬ( ｔ－ｗ－１＋ｌ)为隐藏状态矩

阵 Ｙ 中第 ｐ 行、第 ｔ－ｗ＋ｌ 列的元素ꎻＣｑꎬＴ－ｗ＋ｌ为加权系

数ꎬ对应时间窗口内第 Ｔ－ｗ＋ｌ 个时间步的权重ꎻ符
号∗表示卷积运算ꎮ 一维滤波器的卷积核有 ｓ 个ꎮ

将以下函数用来计算 ＹＣ
ｐ 与 ｙｔ相关性:

ｆ(ＹＣ
ｐ ꎬｙｔ) ＝ (ＹＣ

ｐ )ＴＷａｙｔ (１４)
α ｐ ＝ σ( ｆ(ＹＣ

ｐ ꎬｙｐ)) (１５)
式中:ＹＣ

ｐ 为 ＹＣ 的行向量ꎻＷａ为 ｒ×ｓ 的权重矩阵ꎻαｐ

为注意力权重ꎬ表示 ＹＣ
ｐ 和 ｙｔ的相关性ꎻσ( )为激活

函数ꎬ用于对相关性进行归一化处理ꎮ 利用 αｐ与 ＹＣ

加权求和ꎬ得到注意力向量 ｖｔꎮ

ｖｔ ＝ ∑
ｒ

ｐ ＝ １
α ｐ ＹＣ

ｐ (１６)

将注意力向量 ｖｔ与 ｙｔ按式(１７)和式(１８)处理

后得到最终预测值ꎮ
ｙ′ｔ ＝ (Ｗｙｙｔ ＋ Ｗｖｖｔ) (１７)

ｙｔ －１＋Δ ＝ Ｗｙ′(Ｗｙｙｔ ＋ Ｗｖｖｔ) (１８)
式中:ｙ′ｔ为时间步 ｔ 的最终预测值ꎻｙｔ－１＋Δ为预测未来

时间步 ｔ＋Δ 的结果ꎻＷｖ、Ｗｙ、Ｗｙ′分别为模型中对应

的权重矩阵ꎮ
传统的注意力机制只能针对单个序列的时域特

性ꎬ且没有考虑到时序间的相关性ꎮ 隐藏状态矩阵

具有多个时序序列之间的复杂联系ꎬ将 ＣＮＮ 对隐藏

图 ２　 ＴＰＡ 结构
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状态矩阵行向量进行特征抽取ꎬ可以反映出时序序

列的内在联系和各变量之间的复杂关系ꎮ 由于 ｖｔ结
合了时序信息ꎬ所以该模型可以在不同的时间步长

中选取相关的信息ꎮ ＴＰＡ 技术可以有效地解决多

台风机群之间的耦合关系ꎬ在多台风机的超短期功

率预测中具有明显的优越性ꎮ

２　 多风电机组功率预测

针对目前风电超短期功率预测所存在的问题ꎬ
提出了基于 ＴＰＡ 机制的 ＥＶＯ￣ＶＭＤ￣ＢｉＧＲＵ 预测模

型ꎮ 首先ꎬ通过 ＥＶＯ 算法对 ＶＭＤ 的关键参数 Ｋ 和

δ 进行优化ꎬ以便利用 ＶＭＤ 进行特征提取ꎮ ＢｉＧＲＵ
模型凭借其双向信息流的特性ꎬ在时间序列分析领

域展现出卓越的处理能力和鲁棒性ꎮ 虽然传统注意

力机制在分析单变量时间序列数据方面效果显著ꎬ
但当面临具有多重特性和复杂相互作用的风力发电

机组功率预测问题时ꎬ其性能显得不足ꎮ 采用 ＴＰＡ
机制有助于有效识别并利用风电机组之间的复杂动

态关系ꎬ通过对各特性进行适当的加权处理ꎬ提高预

测准确度ꎮ
２.１　 预测模型概述

基于 ＴＰＡ 机制的 ＥＶＯ￣ＶＭＤ￣ＢｉＧＲＵ 多风电机

组功率预测流程如图 ３ 所示ꎮ

图 ３　 基于 ＴＰＡ 机制的 ＥＶＯ￣ＶＭＤ￣ＢｉＧＲＵ 多风电机组

功率预测流程

为了加快神经网络训练的收敛速度ꎬ提高模型

训练效率和预测准确性ꎬ同时避免数据中的量纲差

异导致的偏差ꎬ对时间序列长度为 ｗ 的各风电机组

功率按式(１９)作如下归一化处理ꎮ

Ｐ′ｏ ＝
Ｐｏ － Ｐｏｍｉｎ

Ｐｏｍａｘ － Ｐｏｍｉｎ
(１９)

式中:Ｐ′ｏ和 Ｐｏ 分别为第 ｏ 台风电机组归一化功率输

出和实际功率输出ꎻＰｏｍａｘ和 Ｐｏｍｉｎ分别为第 ｏ 台风电

机组输出功率的最大值和最小值ꎮ
预处理后的数据首先经过 ＥＶＯ￣ＶＭＤ 分解ꎬ从而

获得各风机的 ＩＭＦ 和残差ꎬ这些 ＩＭＦ 随后被送入

ＴＰＡ￣ＢｉＧＲＵ 网络进行分析ꎮ ＴＰＡ 利用隐藏状态向量

来生成注意力向量 ｖｔꎬ将其与隐状态行向量进行线

性映射相加ꎬ从而获得各风机各模态的预测值 Ｐｐｒｅｄ

和残差预测值ꎬ最后经过重构得到各风机的预测值ꎮ
多台风机的第 ｇ 个模态功率预测模型如图 ４

所示ꎮ

图 ４　 基于 ＴＰＡ 机制的 ＥＶＯ￣ＶＭＤ￣ＢｉＧＲＵ 多风电机组

第 ｇ 个模态功率预测模型

２.２　 评估指标

为全面评估所提出预测模型的有效性ꎬ采用了

均方根误(ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒꎬＲＭＳＥ)和平均绝

对误差(ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒꎬＭＡＥ)作为评价指标ꎮ

ＥＲＭＳＥ ＝ １
Ｎ∑

Ｎ

ｇ ＝ １
(Ｐｇ － Ｐｐｒｅｄｇ) ２ (２０)
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ＥＭＡＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｐｇ － Ｐｐｒｅｄｇ (２１)

式中:Ｎ 为预测序列的时间长度ꎻＰｇ 和 Ｐｐｒｅｄｇ分别为

预测序列在第 ｇ 个时刻的风电机组输出功率真实值

和预测值ꎮ

３　 算例分析

使用分散在某区域的 １４ 台风电机组的功率数

据ꎬ采样间隔为 １５ ｍｉｎꎮ 数据集包括 ４２７７ 组训练样

本和 １０００ 组测试样本ꎬ每个样本输入不同风机各模

态时间序列ꎬ下一时间点的风机功率值作为输出ꎬ时
间序列长度设定为 ２４ꎮ 所有实验均在 Ｉｎｔｅｌ ( Ｒ)
ＵＨＤ Ｇｒａｐｈｉｃｓ ７７０ 上进行ꎮ
３.１　 ＥＶＯ￣ＶＭＤ 优化结果分析

３.１.１　 基于 ＥＶＯ 算法的 ＶＭＤ 参数优化

通过使用最小包络熵作为适应度函数ꎬ并运用

ＥＶＯ 算法优化ꎬ得到 ＶＭＤ 分解的最佳参数[Ｋꎬδ]ꎮ
种群数量设置为 ２０ꎬ最大迭代 ３０ 次ꎬ分解层数 Ｋ 的

范围是 ２ 至 １０ꎬ惩罚因子 δ 的范围是 １０００ 至 ３０００ꎮ
ＥＶＯ 算法优化的 ＶＭＤ 迭代过程如图 ５ 所示ꎬ全
局最优适应度值为 ８.３７０ ８ꎬ且最优参数为 Ｋ ＝ ６ꎬ
δ ＝ １２４１ꎮ

图 ５　 ＥＶＯ、ＰＳＯ 和 ＧＡ 算法的收敛曲线对比

图 ５ 中的迭代曲线显示ꎬＥＶＯ 算法在较少的

迭代次数内(约 ５ 次)就达到了全局最优适应度

值ꎬ说明其具有快速收敛的特点ꎮ 相比之下ꎬ其他

两种优化算法ꎬ即粒子群优化算法(ｐａｒｔｉｃｌｅ ｓｗａｒｍ
ｏｐｔｉｍｉｚａｔｉｏｎꎬＰＳＯ) 和遗传算法 ( ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍꎬ
ＧＡ)ꎬ在前期收敛速度较慢ꎬ且适应度值波动较大ꎮ
从图中可以看出ꎬＰＳＯ 算法在约 １０ 次迭代后逐渐

接近 ＥＶＯ 算法的适应度值ꎬ但收敛速度明显较慢ꎮ

而 ＧＡ 算法初期存在较大的波动性ꎬ收敛速度最慢ꎬ
最终适应度值略高于 ＥＶＯ 和 ＰＳＯꎮ

总体来看ꎬＥＶＯ 算法通过模拟粒子在能量谷中

的运动ꎬ有效避免了陷入局部最优解的问题ꎬ曲线平

滑且稳定ꎬ表明其在搜索过程中保持了较好的全局

搜索能力ꎬ能够在更广阔的参数空间中找到更优的

解ꎮ 此外ꎬ曲线没有出现明显的振荡和回退ꎬ说明

ＥＶＯ 算法有效避免了传统优化算法中常见的局部

最优陷阱问题ꎬ保持了连续的优化进程ꎮ
３.１.２　 风电数据 ＶＭＤ 结果分析

根据前一节优化的参数结果ꎬ设定生成的 ＩＭＦ
数量为 ６ꎬ惩罚参数 δ 设置为 １２４１ꎮ 使用这些参数

对一段时间内风机的输出功率进行 ＶＭＤ 分解ꎮ
图 ６ 分别展示第 ４ 台和第 １１ 台风机的 ＶＭＤ 分解

结果ꎮ

图 ６　 风电功率 ＶＭＤ 分解结果

在图 ６ 中ꎬ初始序列展示了风电功率的原始信
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号ꎬ接下来的序列则呈现了 ＶＭＤ 分解所得的各个

模态( ＩＭＦ１ 至 ＩＭＦ６)以及残差值( ｒｅｓｉｄｕａｌꎬＲＥＳ)ꎮ
ＩＭＦ１ 和 ＩＭＦ２ 呈现出较为缓慢的变化和较弱的波

动ꎬ反映了风机在某段时间内的基本发电情况ꎮ
ＩＭＦ３ 和 ＩＭＦ４ 的波动频率相对较低ꎬ但波动周期性

明显ꎬ有助于揭示风电功率的周期性波动情况ꎮ 而

ＩＭＦ５、ＩＭＦ６ 以及 ＲＥＳ 的频率较高ꎬ波动更为剧烈ꎬ
这在一定程度上展现了风电功率的随机波动特征ꎮ

每个 ＩＭＦ 均突出了风力发电独有的特点ꎬ尤
其是其低频模态波动更小ꎬ使得预测效果更好ꎮ
由上述分析可知ꎬ整体预测的误差主要由后两个

高频模态的预测误差所决定ꎮ 而 ＶＭＤ 可以克服

直接使用原始风机功率预测造成的负面影响ꎬ降
低模型的计算复杂性ꎬ进而提高 ＧＲＵ 神经网络的

预测精度ꎮ
３.２　 风电机组功率预测结果分析

３.２.１　 ＶＭＤ 子序列预测效果

将第 ６ 台风机的各模态训练 ２０ 代ꎬ输入时间序

列长度为 ３００ꎮ 损失函数选用 ＲＭＳＥ 和 ＭＡＥꎮ 表 １
列出了从 ＩＭＦ１ 到 ＩＭＦ６ 的预测误差ꎮ 各模态经训

练后ꎬ用于预测 ３００ 个时间点的值ꎮ 各模态的预测

值如图 ７ 所示ꎬ将其进行叠加后ꎬ即可得到完整的风

机功率预测序列ꎮ
表 １　 不同模态下的预测误差

模态 ＲＭＳＥ ＭＡＥ

ＩＭＦ１ ０.００４ ０７ ０.００３ ３５

ＩＭＦ２ ０.０１２ １８ ０.０１０ ３３

ＩＭＦ３ ０.０１１ ３１ ０.００９ １５

ＩＭＦ４ ０.００６ ３０ ０.００５ ０４

ＩＭＦ５ ０.００６ ８２ ０.００５ ４８

ＩＭＦ６ ０.０１０ ５８ ０.００８ ５２

ＲＥＳ ０.０３９ ２６ ０.０３０ ９０

３.２.２　 风电机组整体功率预测效果分析

为进一步验证所提模型的性能ꎬ分别将 ＶＭＤ￣
ＴＰＡ￣ＢｉＬＳＴＭ 模型、 ＶＭＤ￣ＴＣＮ￣ＢｉＬＳＴＭ 模型、 ＶＭＤ￣
ＡＭ￣ＢｉＧＲＵ 模型、ＴＰＡ￣ＢｉＧＲＵ 模型和 ＣＮＮ￣ＧＲＵ 模

型与所提模型作为对比ꎬ结果如图 ８ 所示ꎮ
表 ２ 详细描述了不同模型的预测误差以及训练

模型所用时间ꎮ
从表 ２ 中可知ꎬ各种模型在风电功率预测中的

表现存在显著差异ꎮ 首先ꎬＶＭＤ￣ＴＰＡ￣ＢｉＧＲＵ 模型

表现最佳ꎬ具有最低的ＲＭＳＥ和ＭＡＥꎬ表明其预测

图 ７　 风机各模态分量预测

图 ８　 第 ６ 台风机功率预测结果

表 ２　 不同模型下的预测误差及训练用时

预测模型 ＲＭＳＥ ＭＡＥ 用时 / ｓ

ＶＭＤ￣ＴＰＡ￣ＢｉＧＲＵ(所提) ０.０４１ ３１ ０.０３３ ０６ ０.４８１ ４０

ＶＭＤ￣ＴＣＮ￣ＢｉＧＲＵ ０.０６３ ９５ ０.０４７ ９６ ０.４６３ ７２

ＶＭＤ￣ＴＰＡ￣ＢｉＬＳＴＭ ０.０４１ ９６ ０.０３３ ５３ ０.５１９ １９

ＶＭＤ￣ＡＭ￣ＢｉＧＲＵ ０.０９６ ９１ ０.０７７ ２８ ０.３５５ １１

ＴＰＡ￣ＢｉＧＲＵ ０.０７８ １０ ０.０５６ ５４ ０.３８０ ５９

ＣＮＮ￣ＧＲＵ ０.１３１ ５１ ０.１０４ ２２ ０.５３６ ５８
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误差最小ꎮ 这得益于 ＶＭＤ 分解减少了原始数据的

噪声和非平稳性ꎬＴＰＡ 机制捕捉关键时间步信息ꎬ
ＢｉＧＲＵ 处理双向依赖关系ꎬ三者结合显著提升了预

测精度ꎮ 尽管其训练时间相对较长ꎬ但预测准确性

表现出色ꎮ 相比之下ꎬＶＭＤ￣ＴＣＮ￣ＢｉＧＲＵ 模型虽然

预测误差略大ꎬ但训练时间更短ꎬ显示出 ＴＣＮ 在并

行处理方面的优势ꎮ 然而ꎬＴＣＮ 在捕捉多风机关联

特性方面不及 ＴＰＡ 机制ꎬ 因此预测精度稍逊ꎮ
ＶＭＤ￣ＴＰＡ￣ＢｉＬＳＴＭ 的 ＲＭＳＥ 和 ＭＡＥ 接近于 ＶＭＤ￣
ＴＰＡ￣ＢｉＧＲＵꎬ但由于 ＢｉＬＳＴＭ 结构复杂、参数更多ꎬ
其训练时间更长ꎮ ＶＭＤ￣ＡＭ￣ＢｉＧＲＵ 模型用时最短ꎬ
但预测误差较高ꎬ说明 ＡＭ 机制在捕捉多风机关联

特性方面不如 ＴＰＡꎮ ＴＰＡ￣ＢｉＧＲＵ 模型未使用 ＶＭＤ
分解ꎬ训练时间较短ꎬ但预测误差更大ꎬ验证了 ＶＭＤ
分解在提升预测精度中的重要作用ꎮ ＣＮＮ￣ＧＲＵ 模

型在所有对比模型中表现最差ꎬ其预测误差最大且

训练时间最长ꎬ表明其不适合处理风电功率预测这

一复杂时间序列任务ꎮ
尽管 ＶＭＤ￣ＴＰＡ￣ＢｉＧＲＵ 在预测精度和可靠性方

面表现出色ꎬ但其复杂性和计算成本不可忽视ꎮ
ＥＶＯ 算法用于优化 ＶＭＤ 参数的搜索过程增加了复

杂度ꎬＶＭＤ 分解和 ＢｉＧＲＵ 的双向依赖处理也提高

了计算量ꎮ ＴＰＡ 机制虽显著提升了预测精度ꎬ但也

延长了训练时间ꎮ 表 ２ 显示ꎬ该模型的训练时间略

高于 ＶＭＤ￣ＴＣＮ￣ＢｉＧＲＵ 和 ＴＰＡ￣ＢｉＧＲＵꎬ但低于 ＶＭＤ￣
ＴＰＡ￣ＢｉＬＳＴＭ 和 ＣＮＮ￣ＧＲＵꎮ

因此ꎬ在实际应用中需要权衡预测精度与计算

成本ꎬ以满足实时预测需求ꎮ 未来研究可通过优化

模型结构和提升算法效率来降低计算成本和复杂

度ꎬ从而进一步提高实际应用性能ꎮ

４　 结　 论

针对多风电机组之间存在复杂联系的特性ꎬ上
面提出了一种新的方法ꎬ利用 ＥＶＯ 算法来优化

ＶＭＤ 参数ꎬ并结合 ＴＰＡ 机制的 ＢｉＧＲＵ 网络进行超

短期功率预测ꎮ 主要结论如下:
１)通过采用 ＥＶＯ 算法优化 ＶＭＤ 参数ꎬ能够更

有效地从原始信号中提取有用信息ꎬ提高信号处理

的精度和效率ꎮ ＶＭＤ 分解所获得的各频带内的

ＩＭＦ 分布有规律可循ꎬ这为 ＢｉＧＲＵ 神经网络的预测

降低了困难ꎮ ＢｉＧＲＵ 将正向和逆向信息相结合ꎬ

充分利用数据中的时间序列信息ꎬ提高了预测的

准确性ꎮ
２)采用 ＴＰＡ 机制ꎬ从隐含的 ＢｉＧＲＵ 中抽取出

多台风机间的复杂关系ꎬ并实现了不同特性的风

机在不同时刻选取所需信息ꎮ 与传统的注意力机

制相比ꎬ该算法对多台风机的功率预测具有更高

的准确性ꎮ
３)所提模型相较于其他 ５ 种模型ꎬ不仅具有较

短的训练时间ꎬ而且能显著提高多风电机组功率超

短期预测的精度ꎮ
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