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摘　 要:精确的光伏发电功率预测是实现光伏电站顺利并网的关键ꎮ 然而ꎬ太阳辐射、气候和地理条件等因素会导致

光伏发电功率频繁波动ꎬ给功率预测带来了巨大挑战ꎮ 针对当前光伏新能源大规模并网的需求ꎬ从多个角度探讨了

光伏发电功率预测的意义及其分类ꎬ综述了人工智能技术在光伏发电功率预测领域的最新应用ꎬ包括传统机器学习、
深度学习和组合方法ꎬ并进行了对比和总结ꎮ 目前研究的主要类型是单一光伏电站的超短期和短期光伏发电功率预

测ꎬ深度学习方法和组合方法是主流预测方法ꎬ数据预处理、特征提取和误差补偿是提升预测精度的关键因素ꎮ 最后ꎬ
展望了人工智能技术在光伏发电功率预测领域的未来趋势和研究创新点ꎮ
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０　 引　 言

近十年来ꎬ化石能源消耗不断增加ꎬ环境污染日

趋严重ꎬ已成为国际社会普遍关心的问题ꎮ世界上

基金项目:四川省科技厅项目(２０２２ＹＦＳ０５１８ꎬ２０２２ＺＨＣＧ００３５)ꎻ四川
轻化工大学研究生创新基金项目(Ｙ２０２３２９４)

许多国家都在积极开发新的能源ꎬ以解决能源短缺

与环境污染问题ꎬ因此ꎬ太阳能作为一种洁净的能

源ꎬ已成为世界上最受重视的资源[１]ꎮ 国际能源署

２０２１ 年发布的全球光伏报告显示ꎬ自 ２０１３ 年起世

界范围内的光伏发电量持续稳定地增加ꎬ至 ２０２１ 年

中国新增光伏并网装机容量达到了 ５４ ８８０ ＭＷꎬ创
造历史新高ꎮ 随着“双碳”的实施ꎬ将会有越来越多
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的光伏发电设施投入电网ꎬ这对电力系统的影响是

不可小觑的ꎬ将给电网带来巨大的冲击ꎮ
光伏电站主要由光伏阵列、转换器、逆变器、滤

波器、变压器和保护装置组成ꎬ利用太阳能电池板的

光伏效应ꎬ实现光能向电能的转换ꎬ然后并网输出ꎮ
图 １ 为光伏发电系统并网发电的基本结构ꎮ 由于光

伏系统的发电功率取决于许多高度不确定的气象变

量ꎬ如太阳辐照度、温度、相对湿度、云层厚度、风速

等ꎬ这使得光伏发电功率具有很强的波动性和不可

控性[１]ꎮ

图 １　 光伏电站并网发电的基本结构

可以预见ꎬ大规模光伏并网会极大地影响电力

系统的稳定运行ꎬ造成电压浪涌、潮流分布变化等问

题ꎬ同时给光伏产业渗透率的提升带来挑战ꎮ 而可

靠的光伏发电功率预测将大大减少这种影响ꎬ根据

预测的光伏发电功率对电力资源进行调度ꎬ达到发

电和消费之间的平衡ꎬ对提升电力系统运行的稳定

性和电网管理的合理性具有重要意义ꎮ 因此ꎬ精确

的光伏发电功率预测是一个至关重要的研究领域ꎬ
目前也已经取得了一定的研究成果ꎮ

下面首先从不同角度对光伏发电功率预测进行

分类ꎻ然后对目前人工智能技术在光伏系统输出功

率预测领域的最新应用ꎬ包括传统机器学习、深度学

习和组合方法等进行了对比分析ꎻ最后对当下流行

的光伏发电功率预测方法进行了总结ꎬ并对该研究

领域的未来趋势和发展方向进行了展望ꎬ提出了一

些可能的创新点ꎮ

１　 光伏发电功率预测的分类

根据预测时间范围的不同ꎬ目前主要可以分为

３ 种类型:预测范围小于 ４ ｈ 的超短期预测ꎬ主要用

于控制和管理光伏系统、电能质量评估等ꎻ提前 ２４~
７２ ｈ 的短期预测ꎬ主要用于控制电力系统运行、经
济调度、机组投入等ꎻ中长期预测是时间尺度最长的

预测ꎬ一般预测范围为一个月到一年ꎬ主要用于光伏

系统的维护和规划[２]ꎮ 不同时间范围的预测ꎬ其精

度也不同ꎮ 随着时间范围变长ꎬ所需数据的量以及

预测的复杂性都会增加ꎬ预测精度也会随之下降ꎮ
根据预测过程的不同ꎬ可分为直接预测和间接预

测ꎮ 直接预测ꎬ是通过实测的气象数据和历史光伏数

据直接预测光伏发电功率ꎻ间接预测ꎬ是通过预测与

光伏发电功率相关的气象因子ꎬ再通过数学模型输出

光伏发电功率ꎮ 由于间接预测的数学建模困难且误

差较大ꎬ所以直接预测是目前的主流预测方法ꎮ
根据预测形式的不同ꎬ可分为点预测和区间

预测[２] ꎮ 点预测ꎬ即预测某一时刻的光伏发电功

率ꎻ区间预测ꎬ即预测某一时间段的光伏发电功率

波形ꎬ具有较强的不确定性ꎮ 所以点预测是目前

的研究重点ꎮ
根据预测空间大小的不同ꎬ可分为单光伏电站

预测和区域光伏系统预测ꎮ 由于区域光伏系统的功

率预测需要大量且精确的光伏出力历史数据ꎬ数据

处理难度较大ꎬ而且一个区域内的所有光伏电站并

不是都有完整的数据系统ꎬ所以当前的区域光伏系

统预测发展缓慢ꎬ但它们都对电力系统稳定运行以

及电网消纳光伏具有积极作用[３]ꎮ
图 ２ 为光伏发电功率预测分类的依据和结果ꎮ

图 ２　 光伏发电功率预测分类

２　 基于人工智能技术的光伏发电功率
预测

　 　 人工智能技术有很多分支ꎬ但用于预测领域的

主要有传统机器学习ꎬ包括监督学习、无监督学习

等ꎮ 深度学习也是机器学习的一个分支ꎬ它一般是

由多层神经网络组成的模型ꎬ可以学习数据的各种

抽象特征[４ ]ꎮ 但传统机器学习方法和深度学习方

法各有优劣ꎬ组合方法则可以将多种预测方法进行

有效结合ꎬ取长补短ꎬ以此来提升功率预测的精度ꎮ
光伏发电功率预测的精度受到历史功率和多种

气象因素的影响ꎬ可以用式(１)、式(２)描述光伏发
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电功率预测问题ꎮ
‹Ｐ ｔꎬＰ ｔ＋１

ꎬ􀆺ꎬＰ ｔ ＋ｋ› ＝ ｆ１ Ｐ ｔ －１ꎬＰ ｔ －２ꎬ􀆺ꎬＰ ｔ －ｎ( ) (１)
‹Ｐ ｔꎬＰ ｔ＋１

ꎬ􀆺ꎬＰ ｔ ＋ｋ› ＝ ｆ２ Ｘ１ꎬＸ２ꎬ􀆺ꎬＸＮ( ) (２)
式中:Ｐ ｔꎬＰ ｔ＋１ꎬ􀆺ꎬＰ ｔ＋ｋ为预测功率ꎻＰ ｔ－ｎ为历史功率ꎻ
Ｘ１ꎬＸ２ꎬ􀆺ꎬＸＮ 为影响光伏发电功率的 Ｎ 个气象因

子ꎬ例如太阳辐照度、温度等ꎻｆ１ 为历史功率和预测

功率的函数关系ꎻｆ２ 为气象因子和预测功率的函数

关系ꎮ
２.１　 传统机器学习的应用

传统机器学习算法很早就开始运用ꎬ它可以被

用来解决一些分类和回归方面的问题ꎬ即在输入和

输出之间构造对应的函数关系ꎻ还可以解决聚类和

异常值检测等方面的问题ꎬ即探索数据集中的规则ꎬ
以便更好地描述数据的特征[４]ꎮ

在光伏功率预测领域ꎬ国内外的众多文献中ꎬ主
要用到的传统机器学习算法有:支持向量机(ｓｕｐｐｏｒｔ
ｖｅｃｔｏｒ ｍａｃｈｉｎｅｓꎬＳＶＭ)、ｋ 近邻( ｋ￣ｎｅａｒｅｓｔ ｎｅｉｇｂｏｕｒꎬ
ｋ￣ＮＮ)、 人工神经网络 ( ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ
ＡＮＮ)、模糊逻辑、极限学习机 ( ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ
ｍａｃｈｉｎｅｓꎬＥＬＭ)等ꎮ 文献[５]开发了一种混合改进

的 多 元 宇 宙 优 化 ( ｈｙｂｒｉｄ ｉｍｐｒｏｖｅｄ ｍｕｌｔｉ￣ｖｅｒｓｅ
ｏｐｔｉｍｉｚｅｒꎬＨＩＭＶＯ)算法ꎬ优化 ＳＶＭ 的超参数ꎬ用于

预测提前一天的某兆瓦级光伏电站的光伏发电功

率ꎮ 并在 ３ 种不同天气下进行测试ꎬ将结果对比

ＳＶＭ 和 ＭＶＯ￣ＳＶＭ 方法ꎬ该方法的平均绝对百分比

误差(ｍｅａｎ￣ａｂｓｏｌｕｔｅ ｐｅｒｃｅｎｔａｇｅ ｅｒｒｏｒꎬＭＡＰＥ)在 ３ 种

天气下的预测精度均最优ꎬ尤其是在晴天情况下ꎬ
ＭＡＰＥ 仅 ５.３０％ꎮ 文献[６]使用基于 ｋ￣ＮＮ 的方法

来预测安装在 ３ 个不同地区的小型千瓦级光伏发电

厂的发电量ꎬ说明 ｋ￣ＮＮ 等简单技术也可以得到相

对准确的预测结果ꎮ 文献[７]使用了 ＡＮＮ 方法ꎬ把气

象数据作为输入ꎬ最优情况预测功率的平均绝对误差

(ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒꎬＭＡＥ)为 ３.６４％ꎬ说明经过信号

分解的数据可以作为有价值的特征输入ꎬ对提升预测

精度具有积极作用ꎮ 文献[８]提出的基于 Ｔ￣Ｓ 模糊的

方法ꎬ将大量气象因子作为输入ꎬ预测某千瓦级光伏

电站发电功率ꎬ并分季节进行测试ꎬ结果对比如 ＳＶＭ
方法、ＡＮＮ 方法和其他经验模型ꎬ所提模型在天气

多变的夏季的 ＭＡＥ 为 ９.７７ꎬ且各季节均优于其他

模型ꎮ 文献[９] 利用多种优化算法优化多层感知器

模型ꎬ预测某千瓦级光伏电站提前一天的光伏发电

功率ꎬ其中灰狼优化算法表现出了更突出的寻优能

力ꎬ日最佳的 ＭＡＰＥ 仅为 ２.５９８％ꎮ 文献[１０] 提出

了一种在线顺序 ＥＬＭ 方法ꎬ预测某小型千瓦级光伏

电站发电功率ꎬ并进行了不同天气类型和不同季节

的测试ꎬ结果对比经典 ＥＬＭꎬ其归一化均方根误差

( ｎｏｒｍａｌｉｚｅｄ ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒꎬ ＮＲＭＳＥ ) 和

ＭＡＰＥ 均更优ꎮ 文献[１１]通过精英反向策略的麻

雀搜索算法 ( ｅｌｉｔｅ ｏｐｐｏｓｉｔｉｏｎ￣ｂａｓｅｄ ｓｐａｒｒｏｗ ｓｅａｒｃｈ
ａｌｇｏｒｉｔｈｍꎬＥＯＳＳＡ)优化 ＥＬＭ 的超参数ꎬ预测某小型

千瓦级光伏电站发电功率ꎬ结果与 ＥＬＭ、ＳＳＡ￣ＥＬＭ
等算法相比ꎬ该方法具有更快的收敛速度ꎬ并且适用

于多种天气类型ꎬ日最佳的 ＲＭＳＥ 仅 ０.１７ꎬ具有较高

的工程实用性ꎮ 文献[１２]利用分散搜索优化支持

向量机回归ꎬ预测提前一天的光伏发电功率ꎮ 运用

概率神经网络将数据分成 ４ 种天气类型训练ꎬ并使

用主成分分析提取减少输入特征维度ꎮ 在某千瓦级

光伏电站上测试ꎬ最优预测日的平均相对误差为

４.０６％ꎬ但在雨天的效果较差ꎬ决定系数 Ｒ２ 低于 ０.９ꎮ
文献[１３]基于定制相似日分析找出与预测日相似

的历史日ꎬ以更好地学习预测日的特征ꎬ并利用遗传

算法优化 ＥＬＭꎬ再利用某千瓦级光伏电站一年四季

的历史数据进行测试ꎬ该方法的预测误差小于 ＳＶＭ
和经典 ＥＬＭꎬ四季平均 Ｒ２ 达到 ０.９２ꎬ证明了相似日

聚类的有效性ꎮ
传统机器学习算法易于实现和解释ꎬ且目前在

该领域的应用研究已趋于成熟ꎬ应用范围主要是数

据量较小的中小规模的光伏电站ꎮ 但是对于复杂的

非线性关系和庞大的数据量时ꎬ传统机器学习算法

的表现可能不如深度学习等新型算法ꎮ
２.２　 深度学习的应用

在过去的几年时间里ꎬ深度学习在各个领域都

有很好的表现ꎬ包括文字识别、语音识别、智能驾驶

和图像处理等方面ꎮ 在光伏功率预测领域ꎬ主要是

利用深度神经网络的自动学习能力ꎬ构造从多输入

到单输出或多输出的复杂映射关系[１４]ꎮ
循环神经网络( ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｍｅｔｗｏｒｋꎬＲＮＮ)

基于其结构使它在预测问题上有着良好的表现ꎬ但
无法处理长期时间序列ꎬ所以逐渐研发出了新的循

环单元(ｒｅｃｕｒｒｅｎｔ ｕｎｉｔꎬＲＵ)来解决这一问题ꎬ其中应

用最广泛的主要是长短期记忆网络( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ
ｍｅｍｏｒｙꎬＬＳＴＭ) 和门控循环单元 ( ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ
ｕｎｉｔꎬＧＲＵ) [１４] ꎮ 文献[ １５]利用互信息熵( ｍｕｔｕａｌ
ｉｎｆｏｒｍａｔｉｏｎ ｅｎｔｒｏｐｙꎬＭＩＥ)对高维气象因子进行降维

以及筛选出相似日样本ꎬ通过 ＬＳＴＭ 预测某兆瓦级

光伏电站提前一天的功率输出ꎬ预测日最优 ＭＡＰＥ
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为 １０.８９％ꎬ优于 ＢＰ(ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ)神经网络和

Ｅｌｍａｎ 神经网络ꎮ 文献[１６]运用独立循环神经网络

(ｉｎｄｅｐｅｎｄｅｎｔ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｍｅｔｗｏｒｋꎬｉｎｄＲＮＮ)ꎬ提
取环境因子作为输入特征向量ꎬ并且将该方法与

ＲＮＮ 和 ＬＳＴＭ 进行对比ꎬ实验表明:ｉｎｄＲＮＮ 解决了

ＲＮＮ 的梯度弥散或爆炸难题ꎬ而且该模型具有很强

的记忆能力ꎬ训练速度也更快ꎻ采用小型兆瓦级光伏

电站数据ꎬ选取不同天气类型数据进行测试ꎬ最优预

测日的 ＭＡＥ 为 ０.４１ꎬ优于 ＢＰ、ＫＮＮ 和经典 ＬＳＴＭꎮ
文献[１７]介绍了一种六层前馈深度神经网络ꎬ用于

某小型千瓦级并网光伏系统的光伏功率预测ꎻ在
最优测试日ꎬ该方法远优于经典 ＤＮＮꎬＭＡＰＥ 为

０.０１２ꎬ然而在夏季的多变天气时预测的误差较大ꎮ
文献[１８]进行了一项关于不同深度神经网络的提

前一天预测的比较研究ꎬ该研究包括卷积神经网络

(ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＣＮＮ)、ＬＳＴＭ 和一个结

合了 ＣＮＮ 和 ＬＳＴＭ 的混合模型ꎻ结果表明这 ３ 种模

型的精度主要取决于可用数据集序列的大小ꎬ证明

了输入和输出序列的长短对预测精度的影响ꎮ 文

献[１９]通过在 ＧＲＵ 模型的隐藏层中添加注意力机

制(Ａｔｔｅｎｔｉｏｎ)ꎬ计算各个输入特征向量的注意力概

率分布权重ꎬ形成 ＧＲＵ￣Ａ 模型ꎻ利用某兆瓦级光伏

电站数据进行训练测试ꎬ相比于 ＧＲＵ、ＬＳＴＭ 和 ＢＰ
预测模型具有更好的精度表现ꎬ最优预测日的 Ｒ２ 为

０.９８ꎮ 文献[２０]设计了一种基于循环 ＬＳＴＭ 的方

法ꎬ同时提出了合成辐照度作为模型输入ꎬ用于某兆

瓦级光伏电站的光伏输出功率预测ꎻ分季节进行测

试ꎬ与 ＲＮＮ、广义回归神经网络( ｇｅｎｅｒａｌ ｒｅｇｒｅｓｓｉｏｎ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＧＲＮＮ)、ＥＬＭ 方法相比ꎬ该方法的性

能最佳ꎬ且使用合成辐照度预报为输入特征时ꎬ精度

可提高 ３３％ꎮ 文献[２１]针对 ＬＳＴＭ 参数量多和处

理长时间序列能力不足的问题ꎬ提出 Ａｔｔｅｎｔｉｏｎ￣ＧＲＵ
模型用于预测提前一天的光伏发电功率ꎻ建立了 ３
种不同天气类型的数据集ꎬ实验表明在多云天和雨

天时的预测精度不如晴天时的预测精度ꎬ且测试晴

天时的希尔不等系数 ( Ｔｈｅｉｌ ｉｎｅｑｕａｌｉｔｙ ｃｏｅｆｆｉｃｉｅｎｔꎬ
ＴＩＣ)为 ８.４８％ꎬ对比 ＧＲＵ、ＬＳＴＭ 和 Ａｔｔｅｎｔｉｏｎ￣ＬＳＴＭ
模型ꎬ该方法在 ３ 种天气类型的表现均更优ꎮ 文

献[２２]使用经典 ＬＳＴＭ 网络进行某大型千瓦级光

伏电站的光伏发电功率预测ꎬ探究了多种优化器对

预测结果的影响ꎬ每隔 ５ 天进行测试ꎬ最终发现

Ｎａｄａｍ 优化器在所有测试集中的误差指标均最低ꎬ
尤其对比 Ｆｔｒｌ 优化器的预测精度提高了 ５８. ２９％ꎮ

文献[２３]利用近邻传播算法将区域内的兆瓦级光

伏电站群进行聚类ꎬ通过长短期 时 间 序 列 网 络

( ｌｏｎｇ ａｎｄ ｓｈｏｒｔ￣ｔｅｒｍ ｔｉｍｅ￣ｓｅｒｉｅｓ ｎｅｔｗｏｒｋꎬＬＳＴＮｅｔ)实
现了群内多个光伏电站的同时预测ꎬ对比单站预测ꎬ
该方法的训练时间和预测误差均大幅降低ꎮ 文

献[２４]通过引入变量选择、长短期时间序列特征提

取和一步时间卷积网络解码ꎬ提出了一种新型预测

模型 ＴＣＮｆｏｒｍｅｒꎬ并通过消融实验验证了各个模块的

有效性ꎻ设置不同预测步长与短期预测领域的众多

算法进行比较ꎬ随着预测步数的增加ꎬ该方法的误差

累积水平最低ꎬＭＳＥ 远低于 ＬＳＴＭꎮ
深度学习方法具有较强的非线性建模能力ꎬ而

且能够自动学习和提取输入数据的特征ꎬ减少了人

工干预和工作量ꎻ并且可以处理大规模、高维度的数

据ꎬ适用于各种复杂的光伏系统ꎮ
２.３　 组合方法的应用

组合方法主要是解决单个预测方法性能不足的

问题ꎬ为了提高预测准确度ꎬ将多种预测模型组合ꎬ
达到优劣势互补的目的ꎮ 目前主流的组合方式一般

有两种ꎬ第一种选择两种预测模型并行预测ꎬ将得到

的结果进行权值分配ꎬ最后加权组合得到更为准确

的预测结果ꎻ第二种是采用信号分解技术ꎬ对输入特

征序列数据进行分解ꎬ降低数据的波动性ꎬ然后采用

单个或多个预测模型再对各个子序列分别预测ꎬ最
后叠加重构各子序列的预测结果[２５]ꎮ

文献[２６]将历史样本数据依据天气进行分类ꎬ
通过扩展经验模态分解( ｅｘｔｅｎｄｅｄ ｅｍｐｉｒｉｃａｌ ｍｏｄａｌ
ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬＥＥＭＤ)分解历史光伏数据为多个模

态分量(ｉｎｔｒｉｎｓｉｃ ｍｏｄｅ ｆｕｎｃｔｉｏｎｓꎬＩＭＦ)以降低其波动

性ꎬ并且选取强相关量分别用 ＬＳＴＭ 网络训练测试ꎬ
最后将各分量预测结果重构叠加ꎬ得到最终预测结

果ꎮ 对比 ＢＰ、ＳＶＭ、ＫＮＮ 和 ＬＳＴＭ 模型ꎬ该模型的

ＲＭＳＥ 和 ＭＡＰＥ 均有不同程度的提高ꎮ
文献 [ ２７] 将离散小波变换 ( ｄｉｓｃｒｅｔｅ ｗａｖｅｌｅｔ

ｔｒａｎｓｆｏｒｍꎬＤＷＴ)、ＣＮＮ 和 ＬＳＴＭ 进行深度融合ꎬ利用

ＣＮＮ 分别提取经过 ＤＷＴ 分解和未经过分解的输入

特征序列ꎬ再分别输入 ＬＳＴＭ 模型进行预测ꎮ 在一

年的测试集中选取 １２ 天典型天气进行测试ꎬ实验结

果表明ꎬ 对比多层感知机 ( ｍｕｌｔｉｌａｙｅｒ ｐｅｒｃｅｐｔｒｏｎꎬ
ＭＬＰ)、 支 持 向 量 回 归 ( ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｒｇｒｅｓｓｉｏｎꎬ
ＳＶＲ)、ＣＮＮ 和 ＬＳＴＭ 模型ꎬ所做模型对不同天气的

适应性具有明显优势ꎬ并且各种误差评价指标都低

于其他模型ꎮ
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文献[２８]同样使用了 ＣＮＮ￣ＬＳＴＭ 模型进行某

千瓦级光伏输出功率的超短期预测ꎬ但不同的是融

入了基于地基云图像转化的辐照系数作为输入特征ꎬ
并加入了基于竞争随机搜索算法改进的 Ａｔｔｅｎｔｉｏｎ 机

制和误差补偿ꎮ 在 ３ 种典型天气情况下ꎬ通过与典

型文献的预测方法进行对比实验ꎬ该方法比次优方

法的 ＲＭＳＥ 最多降低了 ２５.８９％ꎬ但对未配备全天空

成像仪的光伏电站ꎬ其工程意义较低ꎮ
文献[２９]提出了组合式深度学习预测模型ꎬ用

于某地光伏电站提前 １５ ｍｉｎ 的光伏输出功率预测ꎮ
首先使用小波包分解(ｗａｖｅｌｅｔ ｐａｃｋｅｔ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ
ＷＰＤ)对原始光伏功率序列数据进行分解ꎬ并分别

采用 ＲＮＮ、ＬＳＴＭ 和 ＧＲＵ ３ 种模型分别预测ꎬ将得到

的 ３ 个预测结果利用强化学习算法 Ｑ￣ｌｅａｒｎｉｎｇ 进行

权值分配优化ꎮ 同样在一年中选取 １２ 天典型天气

进行测试ꎬ预测结果表明 ＷＰＤ 确实可以提升预测

准确率ꎻ组合模型对比 ３ 种单一模型的预测效果均

更优秀ꎻＱ￣ｌｅａｒｎｉｎｇ 能够优化权值分配ꎬ提升了模型

的适应性和预测精度ꎻ证明了强化学习对光伏发电

功率预测精度提升具有积极作用ꎮ
文献[３０]运用动态惯性因子的粒子群优化算法

(ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｄｙｎａｍｉｃ
ｉｎｔｅｒｔｉａ ｆａｃｔｏｒꎬＤＩＦＰＳＯ)优化 ＢＰ 网络ꎬ同时利用互补

集成经验模态分解(ｃｏｍｐｌｅｍｅｎｔａｎｙ ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌ
ｍｏｄｅ ｄｃｃｏｍｐｏｓｉｔｉｏｎꎬＣＥＥＭＤ)将原始序列分解为多

个 ＩＭＦ 和残差分量ꎬ最终各分量预测结果叠加ꎬ选
用某千瓦级光伏电站数据的 ３ 天典型不同天气

及性能测试ꎬ最优预测日的 ＭＡＥ 为 ２.８４ꎬ而 Ｒ２达

到 ０.９９ꎮ
文献[３１]ꎬ使用了集合经验模态分解(ｅｎｓｅｍｂｌｅ

ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ ＥＥＭＤ) 和 ( ｖａｒａｔｉｏｎａｌ
ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬＶＭＤ)两阶段分解技术ꎬ再结合

双向长短期记忆网络 ( ｂｉｄｉｒｅｃｔｉｏｎａｌ ｌｏｎｇ￣ｓｈｏｒｔ ｔｅｒｍ
ｍｅｍｏｒｙꎬＢｉＬＳＴＭ)进行多步预测ꎬ用于某地光伏电站

的短期功率预测ꎮ 测试实验得出结论:两阶段分解

可以显著降低数据的波动性和预测难度ꎬ对提升预

测精度具有积极作用ꎻＢｉＬＳＴＭ 相对于 ＧＲＵ、ＬＳＴＭ、
ＡＮＮ 等预测方法具有更高的预测精度ꎬ应用前景广阔ꎮ

文献[３２]使用 ＣＮＮ 提取输入数据分布特征ꎬ
再通过 ＬＳＴＭ 提取时间特征ꎬ同时与极端梯度提升

(ｅｘｔｒｅｍｅ ｇｒａｄｉｅｎｔ ｂｏｏｓｔｉｎｇꎬＸＧＢｏｏｓｔ)模型并行预测ꎬ
利用误差倒数法分配权值ꎮ 选用某小型千瓦级光伏

电站的 ３ 天典型不同天气进行测试ꎬ所做的组合模

型在最优预测日的 ＭＡＥ 为 ０.２４ꎬ且测试结果均优

于单一模型ꎮ
文献 [３３] 提出改进松鼠觅食算法 ( ｉｍｐｒｏｖｅｄ

ｓｑｕｉｒｒｅｌ ｓｅａｒｃｈ ａｌｇｏｒｉｔｈｍꎬＩＳＳＡ) 优化核极限学习机

(ｋｅｒｎｅｌ ｂａｓｅｄ ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅꎬＫＥＬＭ)ꎮ 并

利用 ＶＭＤ 平稳化光伏发电功率序列ꎬ选取某千瓦

级光伏电站的 ３ 天典型天气进行测试ꎬ最优预测日

的 ＭＡＥ 为 ０.５０ꎬＭＡＰＥ 仅 ０.３２％ꎮ
文献[３４]研究结合自适应白噪声完备集成

经验模态分解 ( ｃｏｍｐｌｅｔｅ ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ
ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｗｉｔｈ ａｄａｐｔｉｖｅ ｎｏｉｓｅꎬ ＣＥＥＭＤＡＮ) 来

减少光伏输出功率的波动性ꎬ通过增量搜索法改

进最小二乘支持向量机( ｌｅａｓｔ ｓｑｕａｒｅ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ
ｍａｃｈｉｎｅꎬＬＳＳＶＭ)ꎬ同时建立差分自回归移动平均模

型(ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅꎬＡＲＩＭＡ)
进行误差修正ꎬ把误差功率预测值和最初功率预测

值相加ꎬ得到最终预测结果ꎮ 采用某地光伏电站历

史数据进行验证ꎬ证明了进行误差预测可以减小平

均误差ꎬ提升最终预测精度ꎮ
文献[３５]提出了一种基于小波分解和 ＰＳＯ￣ＳＶＭ

的组合方法ꎬ用于某地千瓦级光伏系统发电功率的

短期预测ꎮ 模型的输入数据为光伏系统历史功率和

来自数值天气预报 ( ｎｕｍｅｒｉｃａｌ ｗｅａｔｈｅｒ ｐｒｅｄｉｃｔｉｏｎꎬ
ＮＷＰ)的气象参数ꎮ 测试结果表明ꎬ对比 ＢＰ 和

ＳＶＭ 模型ꎬ所提出的模型具有更好的性能ꎬ每日ＭＡＰＥ
的平均值分别为 ４.２２％ꎬ平均计算时间小于 １５ ｓꎮ

文献[３６]采用海洋捕食者算法(ｍａｒｉｎｅ ｐｒｅｄａｔｏｒｓ
ａｌｇｏｒｉｔｈｍꎬＭＰＡ)优化 ＬＳＴＭ 的隐含层神经元数和网

络超参数ꎬ提出利用统计学上的估计方法 Ｂｏｏｔｓｔｒａｐ
进行预测误差分析ꎬ获得给定置信水平下的误差分

布区间ꎮ 分季节进行区间预测的测试ꎻ对比参数法

中的 Ｇａｕｓｓｉａｎ 分布和 Ｇａｍｍａ 分布ꎬＢｏｏｔｓｔｒａｐ 可以更

准确描述光伏发电功率的误差分布ꎬ最优测试季节

的预测区间覆盖率 ( ｐｒｅｄｉｃｔｉｏｎ ｉｎｔｅｒｖａｌ ｃｏｎｖｅｒａｇｅ
ｐｒｏｂａｂｉｌｉｔｙꎬＰＩＣＰ)为 ９７.８％ꎮ

文献[３７]利用模糊 Ｃ 均值算法对数据集进行

相似日聚类ꎬ通过改进的自适应噪声完全集成经验

模态分解对原始光伏数据进行分解ꎬ并基于样本熵重

构ꎬ最后通过条件时间序列生成对抗网络(ｃｏｎｄｉｔｉｏｎａｌ
ｔｉｍｅ ｓｅｒｉｅｓ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋｓꎬＣＴＧＡＮ)进
行预测ꎮ 所提出的混合模型在不同气象条件、不同

位置和不同季节的多步预测性能均优于其他常规预

测模型ꎮ
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文献[３８]通过在 ＬＳＴＭ 上引入注意力机制重建

输入ꎬ并提出了扩张 ＣＮＮ 和 ＢｉＬＳＴＭ 的平行结构ꎬ
最后利用迁移学习策略减少对大量训练数据的依

赖ꎮ 测试结果明显表明ꎬ该混合模型在准确性和稳

定性方面优于其他模型ꎬ优化了新光伏电站的预测

时数据不足的问题ꎮ
组合方法通过将多个预测模型的结果进行综合

或融入其他的数据处理方法ꎬ避免了单一模型的特

殊性问题ꎬ因此在光伏发电功率预测中具有更加广

泛的适用范围ꎮ 随着新型预测模型和集成强化学习

的出现ꎬ组合方法的预测可靠性和功能可扩展性也

会进一步提升ꎮ

３　 结　 论

太阳能是一种清洁的可再生能源ꎬ未来也将会

有更多的光伏电站并网发电ꎬ基于人工智能技术的

光伏发电功率预测技术可以减少光伏并网对电网的

扰动[３９]ꎮ 上面回顾了国内外近几年来传统机器学

习、深度学习和组合方法在光伏发电功率预测的应

用ꎬ通过文献的对比分析ꎬ可以得到以下结论:
１)国内外研究最多的是超短期和短期光伏输

出功率预测ꎬ它们能为电力调度部门提供准确依据ꎬ
减少因光伏发电功率易波动而对电网造成的冲击ꎬ
这也是最符合电力系统稳定性需求的ꎮ 相反ꎬ中长

期预测的研究很少ꎬ主要是因为预测所需的数据量

很大ꎬ预测输出的时间序列太长ꎬ预测精度低ꎮ
２)将天气因素作为预测模型的输入特征ꎬ可以

有效提升预测精度ꎮ 将输入数据依据天气类型分别

训练测试时ꎬ晴天的预测效果较好ꎬ而多云或雨天时

的预测精度较差ꎬ主要是因为晴天的太阳辐照度比

较稳定ꎮ 其他天气情况时ꎬ由于云层遮挡情况和太

阳照射情况变化较快ꎬ导致发电功率具有间歇性和

波动性ꎮ
３)利用信号分解技术可以降低光伏发电功率

序列的波动性ꎬ经过分解的特征序列作为模型输入

一定程度上提高了预测准确率ꎮ 近几年研究人员开

发了许多误差预测方法ꎬ实验结果表明ꎬ误差预测分

析可以描述光伏功率的波动范围ꎬ并进一步提升预

测精度ꎮ
４)目前的大多数研究是针对单个光伏电站的

功率预测ꎬ而针对整个区域光伏系统或者微电网的

光伏出力预测相对较少ꎬ准确率也比较低ꎮ 根据近

两年的国内外文献的数量来看ꎬ主流的预测方法是

深度学习和组合方法ꎮ
未来ꎬ为了提高基于人工智能技术的光伏发

电功率预测的准确性ꎬ可以从以下几个方面考虑:
创建高质量的大型历史光伏数据集ꎻ开发新的数

据预处理方法ꎬ包括数据分析、异常值识别和缺失

值检测ꎻ应用最新的强化学习和集成学习方法ꎬ并
与其他预测模型组合ꎻ将人工智能预测方法与物

理模型相结合ꎮ
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