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摘　 要:针对传统变电站人工视频安全帽检测效率低和错误率高的问题ꎬ文中提出了一种优化的高精度 Ｆａｓｔｅｒ￣ＲＣＮＮ
安全帽检测方法ꎮ 首先ꎬ以 ＲＰＮ 为主干网络引入特征金字塔ꎬ增强检测算法浅层和深层信息表征能力ꎻ接着ꎬ引入

Ｋ￣Ｍｅａｎｓ＋＋聚类算法优化 Ａｎｃｈｏｒ 参数ꎬ提升网络对小目标的检测能力ꎻ然后ꎬ以 ＲＯＩ Ａｌｉｇｎ 代替 ＲｏＩ 池化ꎬ消除量化误

差和原始图片与特征图的映射偏差ꎬ从而提高检测精度ꎻ最后ꎬ采用开源安全帽数据集对改进的网络进行训练与测

试ꎬ并将该模型与 ＹＯＬＯｖ３、ＲＦＢｎｅｔ 和传统 Ｆａｓｔｅｒ￣ＲＣＮＮ 进行了对比ꎮ 实验结果表明:优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 相比

ＲＦＢｎｅｔ、ＹＯＬＯｖ３ 和传统 Ｆａｓｔｅｒ￣ＲＣＮＮ 模型ꎬ将 ｍＡＰ 值分别提高了 ６.８１％、９.５７％和 ５.０９％ꎬ达到了 ９２.４３％ꎻ检测速度为

１８ ｆｒａｍｅ / ｓꎬ同时增强了变电站安全帽高精度识别能力ꎮ
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０　 引　 言

变电站巡检、输电线路巡检有很多繁杂、重复的

基金项目:智能电网四川省重点实验室开放基金项目 ( ２０２２ －
ＩＥＰＧＫＬＳＰ－ＫＦＹＢ０５)

工作ꎬ线路、设备运行维护检修工作量大[１]ꎮ 电力

系统的稳定性和安全性直接受变电站的影响ꎬ随着

电力行业的不断发展ꎬ电力现场作业人员面临着越

来越复杂的安全隐患ꎮ 操作人员在变电站事故中受

伤常见原因之一是未佩戴安全帽ꎬＧＢ ２６８６０—２０１１
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«电力安全工作规范发电厂和变电站电气部分» [２]

中明确指出“采用绝缘手套作业法或绝缘操作杆作

业法时ꎬ应当根据作业方法选用人体绝缘防护用具ꎬ
使用绝缘安全带、绝缘安全帽”ꎮ 检测安全帽佩带

安全ꎬ传统的人工视频检测不仅费时费力ꎬ而且极可

能存在漏检的情况ꎬ在监控视频中对安全帽的佩戴

情况进行实时检测是目前研究热点ꎮ
传统的基于目标图像特征提取的方法ꎬ泛化能

力较差[３]ꎬ对于不同情况需要重新分析ꎬ鲁棒性较

差ꎬ难以满足高性能目标检测的需求ꎮ
近年来ꎬ得益于人工智能的发展ꎬ产生了一大批

优秀的目标检测方法ꎮ 目前基于卷积神经网络

(ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＣＮＮ)的目标检测算法

分为单阶段检测法和双阶段检测法[４]ꎮ 单阶段法

基于回归策略的目标检测网络ꎬ省略了候选框生成

阶段ꎬ将输入图像直接经过深度神经网络ꎬ提取特征

进行预测目标的位置与类别ꎮ 这种算法的特点是

检测速度快ꎬ但是检测精度不高ꎬ其代表算法有

ＹＯＬＯ[５]、ＳＳＤ[６] 等ꎻ双阶段法是基于候选框区域

(ｒｅｇｉｏｎ ｐｒｏｐｏｓａｌ)的目标检测算法ꎬ其分为两个阶

段ꎬ第一个阶段生成预选框ꎬ第二个阶段对生成预选

框进行分类和回归ꎬ最后确定检测目标ꎮ 这种算法

的特点是检测精度高ꎬ但是检测速度较慢ꎬ其代表是

有 ＲＣＮＮ[７]、Ｆａｓｔ￣ＲＣＮＮ、Ｆａｓｔｅｒ￣ＲＣＮＮ 等ꎮ 但是无论

是单阶段检测方法还是双阶段检测方法ꎬ都对小目

标检测存在困难ꎮ 文献 [ ８] 提出一种基于改进

ＹＯＬＯｖ３ 的安全帽佩戴检测算法 ＹＯＬＯｖ３￣ＷＨꎬ在
ＹＯＬＯｖ３ 算法的基础上改进网络结构ꎬ该算法在提

升了安全帽佩戴检测速率的同时提升了检测的准确

率ꎬ对安全帽佩戴检测具有一定的实用性ꎻ文献[９]
基于 Ｆａｓｔｅｒ￣ＲＣＮＮ 架构引入对手生成和多尺度训

练策略对测试样本进行检测ꎬ但是数据集拍摄环境

较为理想ꎬ缺少缺陷绝缘子图像ꎮ 总的来说ꎬ基于深

度学习的改进方法能够很好地增强传统方法在复杂环

境下的鲁棒性ꎬ已经在目标检测中取得了一定的效果ꎮ
由于变电站中绝缘安全帽在电力作业环境中的

重要性ꎬ但采用单阶段检测算法对绝缘安全帽进行

目标检测可能会出现漏检的现象ꎬ所以检测精度比

起检测速度更为重要ꎮ 为了综合目标检测的检测精

度与检测速度ꎬ提高对小目标的检测能力ꎬ提出一种

优化的高精度 Ｆａｓｔｅｒ￣ＲＣＮＮ 变电站安全帽检测方

法ꎮ 首先ꎬ在 Ｆａｓｔｅｒ￣ＲＣＮＮ 算法架构上改进主干网

络添加特征金字塔ꎬ使主干网络结合底层特征与

高层特征ꎬ增强底层特征语义信息ꎻ其次ꎬ使用

Ｋ￣Ｍｅａｎｓ 聚 类 算 法 优 化 Ａｎｃｈｏｒ 参 数ꎻ 最 后ꎬ 用

ＲＯＩ Ａｌｉｇｎ 代替 ＲｏＩ 池化ꎬ取消量化误差ꎮ 通过实验

对比ꎬ证明优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 网络对小目标安全

帽能有效识别ꎬ且模型收敛速度较快ꎬ能满足智能变

电站实时检测的要求ꎮ

１　 Ｆａｓｔｅｒ￣ＲＣＮＮ 网络

Ｆａｓｔｅｒ￣ＲＣＮＮ 网络是在 Ｆａｓｔ￣ＲＣＮＮ[１０] 的基础上

对模型识别精度和速度的改进ꎬ如图 １ 所示ꎮ 该

算法将传统选择性搜索算法替换为区域建议网络

(ｒｅｇｉｏｎａｌ ｐｒｏｐｏｓａｌ ｎｅｔｗｏｒｋꎬＲＰＮ)ꎬＲＰＮ 生成的特征

图与神经网络结构的其余部分共享ꎬ这样加快了检

测框的生成速度ꎮ

图 １　 Ｆａｓｔｅｒ￣ＲＣＮＮ 的整体架构

１.１　 主干提取网络

主干提取网络利用卷积层提取出整个图片的特

征图ꎬ原始 Ｆａｓｔｅｒ￣ＲＣＮＮ 的主干提取网络可以是

ＶＧＧ￣１６、ＲｅｓＮｅｔ￣１０１ 或定制网络ꎮ 这里使用 ＶＧＧ￣１６ꎬ
网络结构包括 １３ 个卷积层、３ 个全连接层、５ 个池

层ꎮ 与其他网络相比ꎬＶＧＧ￣１６ 中包含的 １３ 个卷积

层所使用的卷积核是一个中等大小的 ３ × ３ 矩阵ꎮ
卷积核数由第一层的 ６４ 个逐渐增加到 １２８ ~ ２５６
个ꎬ最后增加到 ５１２ 个ꎮ 池化层的卷积核的大小为

２×２ꎬ步长为 ２ꎮ 与 ５×５ 的网络相比ꎬ该网络提取的

特征图更优ꎮ
１.２　 ＲＰＮ

ＲＰＮ 主要由 ＣＮＮ、一组锚和一个 ｒｅｇｉｏｎ ｐｒｏｐｏｓａｌ
ｌａｙｅｒ 组成ꎬ取代 Ｆａｓｔ￣ＲＣＮＮ 算法中的选择性搜索方

法ꎬ生成侯选框区域ꎬ它用于生成可能包含对象的感

兴趣区域ꎬＲＮＰ 结构如图 ２ 所示ꎮ 利用 ＲＰＮ 来获得

区域建议可以更快速有效地利用 ＣＮＮ 网络ꎮ 主要

可分为两个步骤:首先ꎬＲＰＮ 在生成区域建议时生
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成锚点ꎬ最大抑制函数确定锚点是否为前景ꎬｓｏｆｔｍａｘ
二分类与真实数据进行对比来确定时前景还是背

景ꎻ然后ꎬ通过边界回归调整锚点ꎬ得到准确的区域ꎮ
最大抑制函数不会损害最终检测的准确性ꎬ而且会

大幅减少建议的数量ꎮ

图 ２　 ＲＮＰ 结构

１.３　 Ａｎｃｈｏｒ 定义

锚是一个不同大小的盒子ꎬ帮助检测不同大小的

物体ꎮ 在 Ｆａｓｔｅｒ￣ＲＣＮＮ 的默认配置中ꎬ有 ３ 个不同的

大小和 ３ 个不同的比率ꎬ共有 ９ 个锚ꎬ计算 ｐ∗的值来

检查这些锚点与真实边界盒的重叠程度ꎮ 如果 ＩｏＵ
(测量真实和预测之间的相关度)大于 ０.７ꎬ则锚点被

标记为正的ꎻ如果 ＩｏＵ小于 ０.３ꎬ则锚点被标记为负的ꎮ
１.４　 损失函数

多任务损失函数将分类损失和回归损失结合起

来ꎬ其损失函数[１１]为

　 Ｌ (ｐｉ)ꎬ( ｔｉ){ } ＝ １
Ｎｃｌｓ

∑
ｉ
Ｌｃｌｓ(ｐｉꎬｐ∗

ｉ ) ＋

λ １
Ｎｒｅｇ

∑ｐ∗
ｉ Ｌｒｅｇ( ｔｉꎬｔ∗ｉ ) (１)

式中:ｐｉ 为预测框是前景的概率ꎻｐ∗
ｉ 为预测框预测

正确的概率ꎻｔｉ 为预测框的边界参数ꎻｔ∗ｉ 为前景目标

的真实标注框边界参数ꎻＮｃｌｓ和 Ｎｒｅｇ分别为分类的个

数和回归区域的个数ꎻｉ 为锚点的编号ꎻλ 为平衡两

个损失函数在训练的总损失函数中的比例ꎻＬｃｌｓ为分

类损失函数ꎬ其表达式如式(２)所示ꎻＬｒｅｇ为回归损失

函数ꎬ其表达式如式(３)所示ꎮ
Ｌｃｌｓ(ｐｉꎬｐ∗

ｉ ) ＝ － ｌｇ[ｐ∗
ｉ ｐｉ ＋ (１ － ｐ∗

ｉ )(１ － ｐｉ)]

(２)

Ｌｒｅｇ(ｕｉꎬｔ∗ｉ ) ＝ ∑
ｉ∈{ｘꎬｙꎬｗꎬｈ}

ＳＬ１( ｔｉꎬｔ
∗
ｉ ) (３)

ＳＬ１(ｘ) ＝
０.５ｘ２ ｉｆ ｘ < １
ｘ － ０.５ ｏｔｈｅｒｗｉｓｅ{ (４)

式(４)ＳＬ１(ｘ)为平滑方程ꎮ ｉ ∈ ｘꎬｙꎬｗꎬｈ{ } 分别表示

安全帽候选框的中心坐标、高和宽ꎮ 网络最后通过

ＲｏＩ 池化层处理不同大小的特征映射输入到全连通

层网络ꎬ分类层负责判断对象属于哪个类ꎬ而回归层

对感兴趣区域的位置进行精细调整ꎬ得到最终的目

标检测结果ꎮ

２　 优化的高精度 Ｆａｓｔｅｒ￣ＲＣＮＮ 变电站

安全帽检测方法

２.１　 特征金字塔

ＲＰＮ 设计中ꎬ一个检测框在单尺度卷积特征映

射的基础上ꎬ在密集的 ３×３ 滑动窗口上进行评估ꎬ
执行目标 /非目标二分类和回归ꎬ通过一个 ３×３ 的

卷积层和两个 １×１ 的分类与回归的卷积来实现的ꎬ
其结构如图 ３ 所示的原 ＲＰＮ 结构ꎮ ＲＰＮ 生成包含

背景的区域ꎬ而不是目标实例ꎬ多次下采样后得到的

是拥有高层特征的语义信息ꎬ而前几次下采样中的

低层高分辨率信息被忽略ꎻ采用 Ａｎｃｈｏｒ 锚机制时候

选框设置的尺度不适用于所有目标ꎬ所以在处理非

常大或者有形状的目标时效果不好ꎬ尤其对小目标

检测效果不好ꎮ
为了使检测方法更精确ꎬ构建一个具有高级语

义的特征金字塔ꎬ拟引入 ＦＰＮ 来调整 ＲＰＮꎮ 在特征

金字塔的每一层都附加了一个相同的 ３×３ 卷积和

两个 １×１ 卷积ꎬ如图 ３ 所示ꎮ 因为顶部在所有金字

塔级别的所有位置上密集滑动ꎬ所以不需要在特定

级别上有多尺度锚ꎬ而是给每个级别分配一个单一

级别的锚ꎬ将金字塔上的锚增加到 １５ 个ꎬ增强检测

算法浅层和深层信息表征能力ꎮ

图 ３　 特征金字塔

２.２　 Ｋ￣Ｍｅａｎｓ＋＋聚类优化

由于绝缘安全帽的大小不一ꎬ传统 Ｆａｓｔｅｒ￣ＲＣＮＮ
检测算法尤其对小目标安全帽检测不佳ꎮ 故采用

Ｋ￣Ｍｅａｎｓ＋＋算法模型[１１]ꎬ将获取图片的真实框的长

度和宽度送入 Ｋ￣Ｍｅａｎｓ＋＋算法模型中ꎬ聚类中心数

量设置为 ４~７ꎬ并进行聚类运算ꎬ对聚类效果图进行

比较后确定最后的修改预选候选框参数ꎬ从而提高
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对小目标的检测能力ꎬ采用 ＣＨ 指标[１２] 作为评估

Ｋ￣Ｍｅａｎｓ＋＋算法的最佳聚类数指标ꎬ其定义为

ＣＨ(ｋ) ＝ Ｂ
ｋ － １

/ Ｗ
Ｎ － ｋ

(５)

式中:Ｂ 为类间离散度矩阵的迹ꎻＷ 为类内离散度矩

阵的迹ꎻｋ 为当前的类ꎻＮ 为聚类的数量ꎬ即总记录

数ꎮ 从式(５)可以看出ꎬＣＨ值越大ꎬ簇与簇之间就越

分散ꎬ其聚类效果越好ꎮ 不同 ｋ 值聚类结果用于评

估如表 １ 所示ꎮ 由表 １ 可知ꎬ当 ｋ 值等于 ６ 时ꎬＣＨ指

标最大ꎬ簇与簇之间就越分散ꎬ聚类效果最好ꎮ 因此

(２３.３７ꎬ２９.３９)、(４２.８１ꎬ５３.６５)、(６９.２１ꎬ８６.９２)小尺

寸特征图的感受野面积较大ꎬ故可以检测较大的安

全帽目标ꎻ ( １０４. ５２ꎬ １２９. ６９)、 ( １６０. ３８ꎬ １９７. ５３)、
(２５８.９２ꎬ３０９.２３)大尺寸特征图的感受野面积较小ꎬ
故可以检测较小的安全帽目标ꎮ

表 １　 不同 ｋ 值聚类结果

ｋ 值 中心点坐标 ＣＨ指标

４ (６１.５３ꎬ７７.１５) (２８.６１ꎬ３５.８９)
(２１２.６２ꎬ２５８.２３) (１１７.２４ꎬ１４５.２２) ６ ３７６.２

５
(２５７.６３ꎬ３０８.４７) (９０.６４ꎬ１１３.２１)
(５０.２０ꎬ６３.０４) (１５５.０７ꎬ１９０.５７)

(２５.６９ꎬ３２.２２)
７ ８３２.４

６
(２５８.９２ꎬ３０９.２３) (４２.８１ꎬ５３.６５)
(６９.２１ꎬ８６.９２) (２３.３７ꎬ２９.３９)

(１６０.３８ꎬ１９７.５３) (１０４.５２ꎬ１２９.６９)
８ ９３２.８

７

(１７３.６７ꎬ２１３.４９) (２６７.０７ꎬ３１８.５２)
(３６.５６ꎬ４５.６２) (２０.８２ꎬ２６.３１)

(８４.４３ꎬ１０５.１６) (１２２.６８ꎬ１５２.４５)
(５５.４０ꎬ６９.７０)

８ ６３２.７

２.３　 引入 ＲＯＩ Ａｌｉｇｎ
传统的 Ｆａｓｔｅｒ￣ＲＣＮＮ 模型不限制任何图片输入

大小ꎬ原因是候选框区域经过 ＲｏＩ 池化层会被映射

成固定大小的特征图ꎮ ＲｏＩ 池化层采用近邻插值法

对特征进行池化[１３]ꎬ经过两次将浮点数量化取整ꎬ
这些量化在 ＲｏＩ 和提取的特征之间引入了差异ꎬ造
成精度损失ꎬ最后造成回归定位不准确ꎬ对于小目标

检测影响更大ꎮ ＲＯＩ Ａｌｉｇｎ 理论[１４] 利用双线性插值

法进行插值ꎬ取消取整量化ꎬ而保留浮点数ꎬ避免取

整带来的精度损失ꎬ以提高空间对称性带来的量化

偏差ꎬ保证提取的特征与输入特征对齐ꎮ 在图 ４ 中ꎬ
图中实线表示 ＲｏＩ(２×２ 个 ｂｉｎｓ)ꎬ点表示每个 ｂｉｎ 中

的 ４ 个采样点ꎬ其中每个采样点的值都是通过双线

性插值从特征图上的邻近网格点计算的ꎬ不对 ＲｏＩ、
ｂｉｎｓ 或采样点涉及的任何坐标进行量化ꎬ使得候选

区域信息得到全部利用ꎬ从而提高检测精度ꎮ

图 ４　 ＲＯＩ Ａｌｉｇｎ

３　 算例分析

３.１　 实验环境与数据集处理

本实验编程语言为 Ｐｙｔｈｏｎ３.６ꎬ使用 Ａｎａｃｏｎｄａ３、
ＣＵＤＡ 和 Ｐｙｃｈａｒｍ 等软件在高性能服务器上搭建实

验环境ꎬ服务器搭载的高性能 ＧＰＵ 可以最大程度地

缩短实验训练时间ꎬ深度学习开发框架选用 Ｔｅｎｏｒｓ￣
Ｆｌｏｗꎬ操作系统为 ６４ 位 Ｗｉｎｄｏｗｓ１０ 专业版ꎬ更多硬

件配置如表 ２ 所示ꎮ
表 ２　 服务器硬件配置

类别 数量 型号

主板 １ 超微 Ｘ０ＤＲＧ－Ｑ
内存 １ 镁光 ２５６ＧＢ
硬盘 １ ２ＴＢ
ＣＰＵ １ Ｉｎｔｅｒ Ｘｅｏｎ
ＧＰＵ ４ Ｎｖｉｄｉａ ＴＩＴＡＮ ＸＰ

　 　 实验数据是深度学习的基础ꎬ本实验数据集为

Ｇｉｔｈｕｂ 开源安全帽图片[１５]ꎬ选取 ３１７４ 张各种场景

的图片ꎬ使用 Ｇｉｔｈｕｂ 开源标记工具 Ｌａｂｅｌｉｍｇ 对每张

图片标注出安全帽区域及其标签ꎬ生成.ＸＭＬ 文件ꎮ
标注数据信息如下:按安全帽的颜色分别进行标注

为 ｒｅｄ、ｙｅｌｌｏｗ、ｗｈｉｔｅ 和 ｂｌｕｅꎻ未佩戴安全帽标注为

ｎｏｎｅꎮ 将标注完成的数据集分为互斥的训练集、验
证集和测试集ꎬ其比例为 ７ ∶ １ ∶ ２ꎬ如表 ３ 所示ꎮ 其

中 ２２１９ 张是训练集ꎬ３１７ 张是验证集ꎬ６３８ 张是测试

集ꎮ 在整个标记过程中ꎬ标记目标总数为 １０ ３０７ 个ꎬ
其中 ｒｅｄ 目标有 ３５７８ 个ꎬ ｙｅｌｌｏｗ 目标有 ３２７４ 个ꎬ
ｗｈｉｔｅ 目标有 ２１９３ 个ꎬｂｌｕｅ 目标有 ２２５３ 个ꎬｎｏｎｅ 目

标有 １２６２ 个ꎮ
在实验之前ꎬ为了避免数据不足出现模型过拟

合的情况ꎬ对实验数据进行图片镜像变换、旋转等处
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表 ３　 数据集分配

标记
名称

标记
总数

训练集
标记数

验证集
标记数

测试集
标记数

ｒｅｄ ３５７８ ２８０４ ３５７ ４１７
ｙｅｌｌｏｗ ３２７４ ２２８９ ４１３ ５７２
ｗｈｉｔｅ ２１９３ １２４５ ３５５ ５９３
ｂｌｕｅ ２２５３ １４７５ ４０２ ３７６
ｎｏｎｅ １１２６ ７４３ １６５ ３５４

理ꎮ 实验参数设置如下:初始学习率设置为 ０.００１ꎬ
采用 ｇａｍｍａ ＝ ０.１ 的 Ｓｔｅｐｓ 学习率调整方法ꎻ权重衰

减设置为 ０.０００ ５ꎻ动量为 ０.９ꎻ批训练数据量为 ２５６ꎻ
最大迭代次数为 ４０ ０００ꎮ 模型训练时间大约 ７ ｈꎬ直
到训练误差收敛ꎮ 为验证所提算法模型的可靠性和

有 效 性ꎬ 在 同 样 的 实 验 环 境 训 练 ＲＦＢｎｅｔ[１６]、
ＹＯＬＯｖ３[１７] 和传统 Ｆａｓｔｅｒ￣ＲＣＮＮ 网络ꎬ便于后面在

测试集上与优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 进行对比ꎮ
３.２　 模型评估方法

本实验采用平均精确度均值[１８] (ｍｅａｎ ａｖｅｒａｇｅ
ｐｒｅｃｉｓｉｏｎꎬ ｍＡＰ)和检测速度[１９] ( ｆｒａｍｅ ｐｅｒ ｓｅｃｏｎｄꎬ
ＦＰＳ)作为评价模型性能指标ꎬｍＡＰ 和 ＦＰＳ 越大分

别表示模型的精度越高、实时性能越好ꎮ 其中 ｍＡＰ
为表 ３ 中 ５ 个类别的平均精度( ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎꎬ
ＡＰ)ꎬ而 ＡＰ 是精确率(Ｐ)－召回率(Ｒ)曲线(Ｐ(Ｒ))
与坐标轴所围成区域的面积ꎬ其表达式为:

Ｐ ＝ Ｔ
Ｔ ＋ Ｆ

(６)

Ｒ ＝ Ｔ
Ｔ ＋ Ｍ

(７)

ＡＰ ＝ ∫１
０
Ｐ(Ｒ)ｄＲ (８)

ｍＡＰ ＝
∑Ｎ

ｔ ＝ １
ＡＰ ｔ

Ｎ
(９)

式中:Ｔ＋Ｆ 为检出安全帽总数ꎻＴ＋Ｍ 为真实安全帽

总数ꎻＴ 为正确检测出安全帽的个数ꎻＮ 为类别数ꎮ
后续工作都是以此为基础进行的ꎮ
３.３　 实验结果与对比

首先ꎬ选取 ４ 张具有代表性的测试图片分别输

入到 ＲＦＢｎｅｔ、ＹＯＬＯｖ３、传统 Ｆａｓｔｅｒ￣ＲＣＮＮ 和所提优

化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 模型中进行检测ꎬ将检测结果进

行对比ꎬ如图 ５ 所示ꎮ 在图 ５(ａ)中安全帽存在环境

较为清晰ꎬＲＦＢｎｅｔ 和优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 模型检

测结果都比较理想ꎬ而 ＹＯＬＯｖ３ 的检测结果不佳ꎬ
漏检 ３ 个对象(如图中黄色箭头指向处ꎬ下同)ꎬ传
统 Ｆａｓｔｅｒ￣ＲＣＮＮ 将一个红色物体错检为红色安全

帽ꎮ 在图 ５(ｂ)场景复杂ꎬ存在遮挡、重叠的现象ꎬ
ＲＦＢｎｅｔ 和 ＹＯＬＯｖ３ 都出现了漏检 ２ 个对象的情况ꎬ
传统 Ｆａｓｔｅｒ￣ＲＣＮＮ 在遮挡、重叠的场合漏检 ２ 个未

佩戴安全的工人ꎬ而优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 检测结果

比较理想ꎬ这表明在一定程度上优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ
的模型提高了对遮挡、重叠的复杂场景的适应力ꎮ
在图 ５(ｃ)中存在一些小目标安全帽目标ꎬＲＦＢｎｅｔ、
ＹＯＬＯｖ３ 和传统 Ｆａｓｔｅｒ￣ＲＣＮＮ 都出现了不同程度的

漏检ꎬ而优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 检测出全部小目标ꎬ检
测效果理想ꎬ这表明 Ｋ￣Ｍｅａｎｓ＋＋聚类算法的引入提

高了对小目标的检测能力ꎮ 在图 ５(ｄ)中场景有着

一定的虚化ꎬ对检测带来一定的干扰ꎬＲＦＢｎｅｔ 和优

化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 检测结果理想ꎬＹＯＬＯｖ３ 和传统

Ｆａｓｔｅｒ￣ＲＣＮＮ 存在漏检ꎮ
为了更进一步说明优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 模型的

检测效果ꎬ最后使用上述安全帽数据集选出的 ６３８
张测试集对以上 ４ 种方法分别进行测试ꎬ从 Ｐ、Ｒ、
ｍＡＰ、ＦＰＳ 和模型参数量等方面来论述改进效果ꎬ指
标测试结果如表 ４ 所示ꎮ

表 ４　 指标测试结果

模型
类型

测
试
集

Ｐ / ％ Ｒ / ％ ｍＡＰ /
％

ＦＰＳ /
( ｆｒａｍｅ􀅰ｓ－１)

参数量 /
ＭＢ

ＲＦＢｎｅｔ

ＹＯＬＯｖ３

传统 Ｆａｓｔｅｒ￣
ＲＣＮＮ

所提算法

６３８

９１.３２ ８６.８４ ８５.６２ １４ １３７

９０.７８ ８３.６３ ８２.８６ ２１ ２４６

９１.５６ ８８.７４ ８７.３４ １５ １３１

９１.９０ ９２.５２ ９２.４３ １８ １２８

　 　 在 ｍＡＰ 上ꎬ优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 优于 ＲＦＢｎｅｔ、
ＹＯＬＯｖ３ 和传统 Ｆａｓｔｅｒ￣ＲＣＮＮ 模型ꎬ分别将 ｍＡＰ 值

提高了 ６.８１％、９.５７％和 ５.０９％ꎻ在检测速度方面ꎬ优
化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 比 ＲＦＢｎｅｔ 和传统 Ｆａｓｔｅｒ￣ＲＣＮＮ 分

别提高了 ２８％和 ２０％ꎬ且所提算法具有良好的 Ｐ 和

Ｒ 指标ꎬ但是相比于 ＹＯＬＯｖ３ 降低了 １６％ꎮ 另外ꎬ本
模型的参数量最低ꎬ可以节省大量的内存空间ꎬ其原

因一方面是 Ｆａｓｔｅｒ￣ＲＣＮＮ 的优化模型提高了对遮

挡、重叠的复杂场景的适应力ꎻ另一方面是 Ｋ￣Ｍｅａｎｓ＋＋
聚类算法改进锚的参数对小目标的检测起了一定的

作用ꎮ 最后ꎬ优化的 Ｆａｓｔｅｒ￣ＲＣＮＮ 相较于传统的

Ｆａｓｔｅｒ￣ＲＣＮＮ 提高了检测精度和检测的实时性ꎮ

４　 结　 论

为了提高智能变电站安全帽的检测能力ꎬ提出
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图 ５　 部分测试结果

了优化 Ｆａｓｔｅｒ￣ＲＣＮＮ 变电站安全帽的检测方法ꎮ 通

过构建特征金字塔模块、引入 Ｋ￣Ｍｅａｎｓ＋＋聚类算法

和 ＲＯＩ Ａｌｉｇｎꎬ提高了模型对作业环境中安全帽遮挡

严重、重叠和图像背景虚化等的识别准确率ꎮ 经过

实验验证ꎬ优化后的检测算法 ｍＡＰ 值达 ９２.４３％ꎬ检
测速度 １８ ｆｒａｍｅ / ｓꎬ有效地提高了检测精度和对小

目标的检测能力ꎬ并降低了参数量ꎬ增强了智能变

电站的态势感知能力ꎮ 此外ꎬ提高所提出的优化

Ｆａｓｔｅｒ￣ＲＣＮＮ 的检测速度ꎬ是后续的研究目标ꎮ
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工作ꎻ
刘　 勇(１９８１)ꎬ男ꎬ实验师ꎬ研究方向为计算机应用与

人工智能ꎻ
张　 蕊(１９９８)ꎬ男ꎬ硕士研究生ꎬ研究方向为图像处理ꎮ

(收稿日期:２０２２－１１－２８)
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３　 结　 论

为提升快速复电弹性ꎬ减少极端环境造成的供电

损失ꎬ上面根据抗灾三阶段策略ꎬ结合浙江地区在抗

台风、雷电的工程项目ꎬ在灾前阶段提出迁移电杆加

强基础设施、安装拒雷器增加保护范围措施ꎻ在灾中

阶段提出“量子＋北斗”智能断路器实现故障定位和

偏远山区通信能力不足情况下的遥控措施ꎻ灾后根据

“量子＋北斗”智能断路器实现上级电源无电情况下

的黑启动ꎬ并通过移动储能快速接入增强保电能力ꎮ
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