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摘 要:针对光伏发电出力随机波动给电网调度造成困难这一问题，提出了一种基于 SOM － PSO － BP 的模型对光伏

有功功率进行短期预测，用于提高电网对可再生能源的调度能力。首先采用自组织映射对原始数据组进行聚类降

维; 接着使用粒子群算法对 BP神经网络的权重和偏置矩阵进行寻优; 然后利用训练集构造 SOM － PSO － BP 预测模

型; 最后在对比仿真中验证了所提方法的有效性。
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Abstract: The random fluctuation of photovoltaic power generation may cause difficulties for power grid dispatching，so a short
－ term prediction model based on SOM － PSO － BP is proposed，which will improve the dispatching ability of renewable ener-
gy by power grid． Firstly，the self － organizing mapping is used to reduce and cluster the dimension of the original data． Sec-
ondly，the weight and bias matrix of BP neural network are optimized by using particle swarm algorithm，and then the SOM －
PSO － BP prediction model is constructed by using the training sets． Finally，the effectiveness of the proposed method is veri-
fied in the simulation．
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0 引 言

随着环境压力不断增加，中国大力发展光伏发

电这种可再生能源［1 － 2］。虽然光伏发电具有无污染
等优点，但其出力因气候变化而随机波动给光伏电

站并网带来巨大困扰，让电力系统的稳定性受到影

响［3］。为了解决这一问题，国内外学者提出对光伏
出力进行预测，让电力调度部门能够提前做出判断，

降低波动影响以提高稳定性。
目前主流的光伏预测模型有 3 种，分别为人工

智能模型［4 － 6］、统计模型［7 － 8］和混合模型［9 － 10］。人
工智能模型使用大数据处理中的神经网络和支持向

量机等黑箱模型对光伏出力进行直接或间接预测。
文献［4］使用光伏出力的信息熵作为特征，采用极
限学习机、广义回归神经网络、径向基神经网络分别
建立预测对比，得出极限学习机的预测效果最好。
文献［5］首先对原始数据进行小波分解，然后对每
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层数据使用神经网络进行预测，最后对预测数据进

行重构得到结果。文献［6］使用天气模式下的光伏
波动作为特征，使用 EMD 对原始数据进行特征映
射，使用 IMF分量进行 LSSVM 预测，对预测结果进
行等权值求和得到光伏出力预测。统计模型采用数
理统计的方法，对光伏出力进行联合概率分布拟合，

得到光伏出力的概率模型。文献［7］对不同天气下
的光伏出力用 K － means 进行聚类，统计有功出力
的实际边缘分布和预测边缘分布，以最优拟合作为

目标对不同种类的 Copula函数参数进行识别，得到
先验条件下误差的条件概率分布，并对预测结果进

行修正。文献［8］使用混沌理论建立光伏出力的向
空间，建立其混沌预测模型得到良好的预测结果。
混合模型是将人工智能模型与概率模型进行融合的

预测模型。文献［9］对径向基神经网络的边界进行
评估，以减少预测模型中累计误差，取得良好结果。
文献［10］使用灰色模型建立统计后的相似日时刻
出力，使用灰色模型回归结果和采样日的温度建立

神经网络预测模型得到预测结果。
国内主流预测模型的采样间隔通常选择 1 h，但

是采样间隔过大，这会平滑光伏出力的实际波动。
在前人基础上，所提出的短期光伏预测方法其采样

间隔为 5 min，详细显示了原始数据中的波动，提高
了预测精度。采用 SOM 对光伏历史数据组进行聚
类降维，采用 PSO对 BP神经网路进行优化，最后得
到 16 h的光伏出力预测模型，通过仿真验证所提模
型具有良好的预测效果。

1 原始数据的降维处理

1． 1 原始数据说明
光伏发电主要受太阳辐射影响，而太阳辐射又

与温度、湿度、风速等气候因素有关。在众多环境参
数中如何选择与光伏出力最相关的环境变量，从而

降低预测模型输入维数，减少模型训练时间是建立

光伏预测模型首先需要考虑的问题。
选用澳大利亚的 Yulara 光伏发电站数据，其额

定功率为 1 058． 4 kW，地面固定式安装。数据中的
环境变量有: 光伏有功出力( active power，AP ) ，
kW; 地 面 水平辐射 ( global horizontal radiation，
GHＲ) ，W/m2 ; 弥散性辐射( diffuse horizontal radia-
tion，DHＲ) ，W/m2 ; 环境温度( weather temperature，

WT) ，℃ ; 环境相对湿度( weather relative humidity，
WＲH) ，% ; 风速( wind speed，WS) ，m/s; 风向( wind
direction，WD) ，°。选取 2017 年 8 月光伏电站数据
组作为预测模型的训练数据和测试数据。
原始数据总共有8 912 ×7个点，记录时间从8月

1日至 8月 31日，采样间隔时间为 5 min。由于数据
过多，故只将 AP、GHＲ作为代表给出，见图 1所示。

图 1 8 月的 AP和 GHＲ数据

从图 1 中可以得到 AP 最大值为 439． 545 3
kW，最小值为 0; GHＲ 最大值为 955． 111 8 W/m2，

最小值为 0。可以看出 AP和 GHＲ具有很强的趋势
相关性，通过皮尔逊相关系数计算可得到 AP 和
GHＲ的相关度为 0． 503 2。为了提高预测精度，将 7
组环境变量进行归一化，见式( 1 ) 。考虑到夜间光
伏电站无有功功率输出，故在原始数据中去除输出

为 0 的部分，仅将每日有功输出部分进行连接，得到
31 日的光伏电站数据组见图 2。

XNomarl =
Xactual － Xmin

Xmax － Xmin
( 1)

图 2 Yulara光伏电站归一化后的数据组

从图 2 中可得，在 8 月数据中 AP 变化具有一
定周期性，每日出力曲线整体呈现 M 型。在第 2 日
AP剧烈波动的同时，GHＲ、DHＲ 和 WHＲ 也出现大
幅变化，而发生变化时间滞后于 AP，尤其是 WHＲ
出现类似阶跃信号一般的陡增，暗示此日出现了突
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然降雨影响了 AP输出，WT、WS 和 WD数据未能直
观看出与 AP波动有何关系; 第 10 日，当 AP发生剧
烈变化时，GHＲ、DHＲ没有同步出现波动，但 WT 数
据出现增长。从以上数据中可以得到光伏出力在环
境没有出现大幅变化时，从每日尺度上看到光伏出

力具有周期性，但具体到某 1 日中的某一时刻，其输
出具有很强的随机波动。
1． 2 自组织映射 SOM
自组织映射( self － organization mapping，SOM)

于 1982 年由 Kohonen提出，用于解决非线性空间内
的分类问题。它能根据高维数据通过自我竞争学习
得到其最大相关组，即最优分类。一个标准的 SOM
结构如图 3 所示。x1，x2，…，xm 为输入信号，经过输

入层节点进入竞争层，竞争层由一个二维神经节点

阵列组成，在节点权重信号更新过程中，竞争层中获

胜的神经节点会自动将输入信号自动向其靠拢，最

终得到输入信号的分类。

图 3 标准 SOM结构

建立 SOM分类模型，首先是根据输出信号种类
确定竞争层节点数，并对节点进行随机权重赋值; 接

着计算节点权重向量与输出数据之间的距离，目前

常用的向量距离计算公式见式( 2) 、式( 3) 和式( 4) ;

然后选择向量距离最小的节点为竞争层获胜节点;

使用式( 5) 更新节点的权重，让获胜节点向最优分
类靠近; 通过自适应梯度下降法更新学习速率和领

域大小，重新计算向量距离; 最后经过不断迭代，得

到最优分类模式。
Box距离:

d = max( xi － w11 ，xi － w12 ，…，xi － wij )

( 2)

欧式距离:

d = X －Wj = ∑
m

i = 1
( xi － wij )槡 2 ( 3)

曼哈顿距离( 出租车距离) :

d =∑
m

i = 1
xi － wij ( 4)

式( 2) 、式( 3) 和式( 4 ) 中: X 为输入层向量，即输入
信号 x1，x2，…，xm ; W为竞争层神经节点权重向量。
更新权重计算公式:

W( n + 1) =W( n) +Θ( n) α( n) ［X( n) －W( n) ］
( 5)

式中: W为权重向量; n为迭代次数; Θ 为领域函数;
α为学习速率; X为输入向量。
对图 2 中的数据进行划分，将第 1 日至第 29 日

数据作为预测模型的训练数据，将第 30 日和第 31
日数据作为测试数据。使用所提出的 SOM 分类方
法，网络结构为 2 × 2; 向量距离选用欧式距离，分类
结果见图 4。

图 4 SOM对 7 类数据的分类结果

从图 4 的分类结果来看，WT、DHＲ、WS 被划为
3 组，与之差异较大的 AP 和 GHＲ 划为 1 组，而 WD
和 DHＲ虽与 1 组和 3 组都相似，但又不能单独划为
其中一类，故在其后的 BP 神经网络训练模型中使
用 AP、GHＲ、DHＲ和 WD作为输入向量。

2 基于 SOM － PSO － BP 的短期预测
模型

2． 1 BP神经网络
BP 神经网络———反向传播神经网络( back －

propagation neural networks) 由3层节点组成:输入层、
隐藏层和输出层，一个结构为 3 －4 －2，即 3个输入节
点、4个隐藏节点、2个输出节点的典型神经网络见图
5所示。输入信号经过输入层向前传播，经过隐藏层
和输出层作用得到输出信号。输出信号与实际测量
信号之间的误差，又通过反向通道向后修正神经网络

节点的权值来减少输出误差，使输出结果不断逼近真

实信号，所以称作反向传播神经网络。
以图 5 所示的 BP神经网络结构为例，输入 X =

［x1，x2，x3］
T，输出 Y =［y1，y2］

T，W为神经节点权重
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矩阵，见式( 6) 所示，从输入层到隐藏层的映射见式
( 7) ，其中 B为偏执矩阵，U =［Uk1，Uk2，Uk3，Uk4］

T为

隐藏层的线性组合结果，从隐藏层到输出层的映射

见式( 8) 所示，其中 f 为激活函数，在神经网络中常
用的有: sigmod、tanh － sig和高斯径向基。

Wk =

ωk11 ωk12 ωk13

ωk21 ωk22 ωk23

ωk31 ωk32 ωk33

ωk41 ωk42 ωk













43

( 6)

U = f( Wk·X + Bk ) ( 7)
Y = f( Wj·U + B j ) ( 8)

图 5 结构为 3 － 4 － 2 的典型神经网络

在 BP神经网络计算过程中，从输出向输入侧
不断传递误差，同时使用梯度下降法对隐藏层和输

出层中的权值矩阵进行修改以降低误差，最终将输

出误差降低到给定值。
在 BP算法中，神经网络对初始神经节点权重

矩阵W和偏执矩阵 B会进行随机赋值，这有可能让
自适应梯度算法陷入局部最优解，导致输出结果差

异很大。为了解决这一问题，采用粒子群算法( par-
ticle swarm optimization，PSO) 对权重矩阵 W 和偏执
矩阵 B进行寻优，加快 BP网络收敛速度和精度。
2． 2 使用 PSO对 BP神经网络参数寻优
根据 SOM的分类结果，选用 4 － 13 － 1 的网络

结构，即 4 个输入层节点、13 个隐藏层节点和 1 个
输出层节点。粒子群算法优化流程见图 6，以权重
矩阵 W 和偏执矩阵 B 为优化目标，以均方误差
MSE为评价函数，如式( 9) 所示，使用 BP 神经网络
进行迭代计算，训练集使用前 29 日的测量数据用于
建立 GA － BP预测模型，最终得到最优结果，迭代结
果见图 7。

MSE = 1
N∑

N

i = 1
( Wforecasted －Wtrue )

2 ( 9)

从图 7 可以看到，所采用的粒子群算法在迭代
90 次之后就趋于稳定，均方误差 MSE 为 7． 240 1 ×
10 －3。从迭代结果可以看出所提出的预测模型具有

很高的精度。

图 6 粒子群算法优化 BP神经网络流程

图 7 PSO － BP的迭代结果

3 算例仿真

以 Matlab作为仿真平台，使用 SOM － PSO － BP
模型和 AMIＲA模型进行仿真对比，以图 2 所示数据
中的第 1 日至第 29 日作为训练数据，用于建立两种
预测模型，以第 30 日和第 31 日数据对模型进行测
试，以均方误差 MSE作为评价指标检验预测模型的
精度。
3． 1 AＲIMA预测模型及预测结果
累积式自回归滑动平均( auto regressive integrat-

ed moving average，AＲIMA) 模型被广泛应用于金
融、电价预测［11 － 12］等领域。预测模型通常将非平稳
的历史数据进行有限次差分得到平稳时间序列数

据，然后采用贝叶斯法则对模型的 p 和 q 阶数进行
寻优，最后使用最大似然估计找到模型中的最优系

数，得到 AＲIMA 预测模型。AＲIMA 的数学模型见
式( 10) 所示。
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Δdyt = θ0 +∑
p

i = 1
ΦiΔ

dyt － i + εt +∑
q

i = 1
θ jεt － j ( 10)

式中: Δdyt 为被 d 次差分后的 yt 序列; Φi 和 θ j 为
AＲIMA模型的待评估系数; εt 为 t 时刻的 0 均值高
斯分布误差。采用 AＲIMA对 1 日至 29 日的光伏有
功出力进行建模，得到 30 日和 31 日的预测结果和
预测误差如图 8 和图 9 所示。

图 8 AＲIMA模型的有功出力 AP预测结果

图 9 AＲIMA模型的有功出力 AP预测误差

从图 8 和图 9 可以得到，基于 AＲIMA的光伏预
测模型 MSE为 0． 012 2，误差最大值为 0． 338。从误
差分布来看，主要集中在 0． 15 以下，误差在全部预
测期间的波动都剧烈，没有明显的分布特征，由此可

以得出 AＲIMA模型具有有限的预测精度。
3． 2 SOM － PSO － BP预测结果
将 30 日、31 日的测试数据带入基于 SOM － PSO

－ BP的光伏出力预测模型进行计算，得到预测结果
和预测误差如图 10 所示。

从图 10 和图 11 中可以看到，所提出的基于
SOM － PSO － BP预测模型的 MSE 误差为 2． 172 93
×10 －3，误差最大值为 0． 261 6。误差分布主要集中
在 0． 1 以下，在 AP的上升段和下降段，预测数据和
测试数据相差不大，预测误差主要集中在光伏出力

的低谷时段，在这一时段，光伏出力波动变得剧烈，

然而其波动幅值并不大，所以即便在图 7 中可以明

显看出预测误差偏离测试数据较大，但总体误差并

未出现增加。对比图 8、图 9 和图 10、图 11，可以得
出所提出的 SOM － PSO － BP 光伏预测模型在精度
上领先 AＲIMA模型，在 MSE指标上低一个数量级，
在误差分布上更加稳定，且幅值低。

图 10 SOM － PSO － BP模型的有功出力 AP预测结果

图 11 SOM － PSO － BP模型的有功出力 AP预测误差

4 结 语

光伏出力预测对电网调度具有重要意义，通过

预测数据能够及时调整调度计划，稳定电网电压、频
率在正常范围内，提高电能质量，降低电网运行风

险。所提出的基于 SOM降维、PSO － BP神经网络的
光伏出力预测模型，通过光伏发电站 1 个月的数据
对预测模型进行训练，对比 AＲIMA预测模型得到了
良好的预测效果，为解决光伏并网发电随机波动无

法预测问题提供了一些建议。
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于实现较为精确的纯手动控制。

5 国产主配压阀现状

目前中国在主配压阀选材、加工、热处理上面具
有十分成熟的技术和丰富的应用经验，拥有一批较为

成熟的产品，主配压阀通径系列涵盖了从 DN50 至
DN250各种大小，压力等级适用于 2． 5 ～ 6． 3 MPa，能
够满足各大、中、小型水轮发电机组的控制［3］。
由于市场方面原因，国产主配压阀质量参差不

齐，但从巨型水电机组上应用的产品来进行技术比

较，国产主配压阀的活塞、衬套、引导阀等关键部件
在选材、热处理、加工精度、使用寿命等方面与国外
同类产品相当甚至更高，在壳体铸造工艺和流道设

计上较进口产品还有一些差距，但对使用性能几乎

没有影响。功能上国内主配压阀拥有集成的流量反
馈装置可用于主配压阀掉电复中和手动控制，领先

于国外产品; 此外国产主配压阀具有齐全的功能附

件，布置合理，便于操作。
应当注意，目前掉电复中型主配压阀应用越来

越多，需要指出的是掉电复中必须结合电站的保护

系统结构，保证极端故障失电时机组能够可靠停机。

6 结 语

通过对各种主配压阀结构和原理的了解，用户

可以从安全性、控制性能、可靠性等方面结合电站自
身情况进行分析，选择合适的主配压阀和控制逻辑，

提高水轮机调节水平，保证水轮发电机组长期安全、
可靠运行。
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