
两种神经网络在变压器油色谱故障诊断中的应用

周亚明1�田　野1�陈　斌2�董书勇3

（1．宿迁供电公司�江苏 宿迁　223800；2．绍兴电力局修试工区�浙江 绍兴　312000；
3．萧山供电局�浙江 萧山　311201）

摘　要：分析了Ｌｅｖｅｎｂｅｒｇ－Ｍａｒｑｕａｒｄｔ（Ｌ－Ｍ）算法和ＲＰＲＯＰ算法的原理�并将它们应用于充油电气设备故障诊断神
经网络的训练。构造了满足要求的神经网络�分别使用了 Ｌ－Ｍ算法和 ＲＰＲＯＰ算法进行训练和诊断。结果表明�两
种神经网络均能快速收敛到较高的精度；对训练所得网络分别使用没有训练过的样本进行诊断�两种算法的诊断准
确率分别是86．47％、92．00％。
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　　大型电力变压器是电力系统中重要的输变电设

备�在电力系统中处于枢纽地位�电力变压器的故障
不仅影响电力系统的输电能力�还可能造成电力系统
的大规模停电�给电力系统和国民经济带来巨大损
失 ［1］。因此准确诊断变压器故障具有较大的理论意
义和实用价值。

目前电力系统中的大型变压器大多是以精炼矿

物油作为绝缘和冷却的介质�不同类型的故障及不同
严重程度的故障产生气体的类型和浓度是不同的�其
中一些气体能反映变压器故障的情况�通常称这些气
体为特征气体�它们是 Ｈ2、ＣＨ4、Ｃ2Ｈ6、Ｃ2Ｈ4、Ｃ2Ｈ2、
ＣＯ、ＣＯ2。变压器油中溶解气体分析 （ＤｉｓｓｏｌｖｅｄＧａｓ
－ｉｎ－ｏｉｌＡｎａｌｙｓｉｓ�简称 ＤＧＡ） ［2～3］就是根据气相色
谱方法获得油中各种特征气体的浓度�然后根据获得
的各种气体浓度判断故障的一种方法。由于油中溶
解气体分析方法对于判断慢性局部潜在性缺陷十分

有效�而且该方法无需停电试验�方便用于在线监测�
因此�在1997年颁布执行的电力设备预试规程中�把
变压器油中溶解气体分析放到了首要的位置。

由于变压器油中溶解气体的形成涉及复杂的机

理�而且与电、热、机械等方面的作用相互耦合�通过
理论方法无法完全精确地确定从变压器油中溶解的

特征气体浓度到变压器所属的故障类型及严重程度

之间的映射关系。多层前馈神经网络 ［4－5］具有形成
非线性映射、自学习、自适应等优点�非常适合于逼近
故障特征气体浓度到故障类型的映射�所以它在基于
油中溶解气体分析的变压器故障诊断中有着十分广

泛的应用。下面使用了 Ｌｅｖｅｎｂｅｒｇ－Ｍａｒｑｕａｒｄｔ算
法 ［6、7］和 ＲＰＲＯＰ算法 ［8、9］训练的多层前馈神经网络
对变压器进行故障诊断�构造了网络模型�使用例子
验证了两种算法的有效性。

1　Ｌ－Ｍ算法
多层前馈神经网络出现的一种比较有效的算法

是ＢＰ算法�但ＢＰ算法从数学原理上是基于一阶偏
导数�存在着以下两个问题：①学习步长选择困难。
过小的学习步长导致收敛速度慢�过大的学习步长导
致振荡�很难选择一个在全局范围内都合适的最优步
长。②容易陷入局部极小点。网络误差曲面上存在
许多局部极小点�这些点上网络误差距最小误差较
大�但权值和阈值对误差的偏导数却很小�ＢＰ算法权
值和阈值的调整量是它们对误差的一阶偏导数与学
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习步长的乘积�所以在局部极小点上权值和阈值的调
整量很小�导致网络很难跳出局部极小点。虽然人们
采用变学习速率和加动量项进行了改进�但以上两个
问题在一定程度上仍存在。

为此�引入了具有二阶收敛速度的 Ｌ－Ｍ算法�
该算法是一种专门用于误差平方和最小化的神经网

络训练算法。设样本数目为 Ｍ、输出神经元数目为
Ｌ�则网络误差的平方和

Ｅ＝12∑
Ｍ

ｉ＝1
ｅｉ＝12∑

Ｍ

ｉ＝1∑
Ｌ

ｊ＝1
εｉｊ2 （1）

式中�ｅｉ为第ｉ个样本输出误差的平方和；εｉｊ2为第 ｉ
个样本在第ｊ个输出层神经元的误差。

设Ｗ为网络的可变参数组成的列向量�网络可
变参数为Ｎ个�则其形状为Ｎ×1�它也是函数 Ｅ的
自变量�对函数 Ｅ进行泰勒展开式取二阶近似并考
虑平稳点�则有

Ｗ（ｋ＋1） ＝Ｗ（ｋ） －Ｈ（ｋ）－1∂Ｅ∂Ｗ（ｋ） （2）
式中�Ｈ称为 Ｈｅｓｓｉａｎ矩阵�Ｈｉｊ＝ ∂

2Ｅ
∂ｗｉ∂ｗｊ�其形状为 Ｎ

×Ｎ；如果直接计算 Ｈｅｓｓｉａｎ矩阵则称为牛顿法。但
Ｈｅｓｓｉａｎ矩阵的直接计算及求逆都很麻烦�而且常常
是病态的�所以Ｌ－Ｍ算法用下式对Ｈｅｓｓｉａｎ矩阵进
行近似：

Ｈ＝ＪＴＪ＋λＩ （3）
式中�Ｊ称为Ｊａｃｏｂｉａｎ矩阵�其元素Ｊｉｊ＝∂εｉ∂ｗｊ�其形状为
ＭＬ×Ｎ；λ为引入的可变参数。

网络可变参数的调整公式为：
Ｗ＝Ｗ－（ＪＴＪ＋λＩ）－1ＪＴε（Ｗ） （4）

式中�ε为由误差组成的矩阵�其形状为ＭＬ×1。
该算法根据误差Ｅ的变化情况自动调整λ�当λ

很小时�变为牛顿法；当λ很大时则变为ＢＰ算法�此
时步长为λ－1。

Ｌ－Ｍ算法根据网络误差的变化情况在基于一
阶偏导数的标准 ＢＰ算法和基于二阶偏导数的牛顿

法之间自适应变化�它的收敛速度比 ＢＰ算法快�而
且网络训练陷入局部极小点的可能性小。且式 （3）
中的Ｊａｃｏｂｉａｎ矩阵Ｊ基于一阶偏导�即上式仅有一阶
计算量�故该算法的计算量相对 Ｎｅｗｔｏｎ算法要小一
些。

2　ＲＰＲＯＰ算法原理
除了基于二阶改进算法的 Ｌ－Ｍ算法可以用于

多层前馈神经网络的训练�基于启发式改进的
ＲＰＲＯＰ算法也能提高神经网络的性能。

多层前馈神经网络的误差函数是一个以网络可变

参数为自变量、网络误差为因变量的非线性多元函数�
它是多维空间中的一个形状极为复杂的曲面�网络的
误差曲面随可变参数的变化十分剧烈�有些区域非常
平滑�应该选择较大的学习步长；有些区域非常陡峭�
应该选择较小的学习步长 ［5］。但标准ＢＰ算法在训练
中学习步长保持恒定�导致了学习步长选择困难：学习
步长过大则网络容易振荡；学习步长过小则网络收敛
速度太慢。而且网络误差曲面上存在着很多局部极小
点�在局部极小点上网络误差较大�但可变参数对误差
的一阶偏导数接近于0�由于ＢＰ算法网络可变参数的
调整量是可变参数对网络误差的一阶偏导数与学习步

长的乘积�而学习步长是某一较小的常数�它们的乘积
仍然是一个较小的值。因此�在局部极小点上网络可
变参数的调整量很小�这使网络经过多次训练后仍不
能跳出局部极小点�训练不收敛。

设ｎ为迭代次数�△ｉｊ
（ｎ）为网络可变参数调整量

的幅值�∂Ｅ（ｎ）∂ｗｉｊ为网络可变参数对网络误差的一阶偏
导数�△ｗｉｊ（ｎ）为网络可变参数的调整量。△ｉｊ的调整

公式如下：

△ｉｊ
（ｎ） ＝

η＋∗△ｉｊ
（ｎ－1）�当∂Ｅ（ｎ－1）∂ｗｉｊ ∗

∂Ｅ（ｎ）
∂ｗｉｊ ＞0

η－∗△ｉｊ
（ｎ－1）�当∂Ｅ（ｎ－1）∂ｗｉｊ ∗

∂Ｅ（ｎ）
∂ｗｉｊ ＜0

　 　△ｉｊ
（ｎ－1）�否则

（5）
式中�η＋通常取1．2；η－通常取0．5。在计算出△ｉｊ

后�可用式 （6）计算出可变参数的调整量：

△ｗｉｊ（ｎ） ＝

－△ｉｊ
（ｎ）�当∂Ｅ（ｎ）∂ｗｉｊ ＞0且

∂Ｅ（ｎ）
∂ｗｉｊ∗

∂Ｅ（ｎ－1）
∂ｗｉｊ ＞＝0

＋△ｉｊ
（ｎ）�当∂Ｅ（ｎ）∂ｗｉｊ ＜0且

∂Ｅ（ｎ）
∂ｗｉｊ∗

∂Ｅ（ｎ－1）
∂ｗｉｊ ＞＝0

－△ｗｉｊ（ｎ－1）�当∂Ｅ
（ｎ）

∂ｗｉｊ∗
∂Ｅ（ｎ－1）
∂ｗｉｊ ＜0

　　0�　　否则
（6）
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网络的可变参数用式 （7）调整：
ｗｉｊ

（ｎ＋1）＝ｗｉｊ（ｎ）＋△ｗｉｊ（ｎ） （7）
ＢＰ算法的△ｗｉｊ（ｎ）等于∂Ｅ

（ｎ）

∂ｗｉｊ与学习步长的乘积�

而ＲＰＲＯＰ算法的△ｗｉｊ（ｎ）是由△ｉｊ
（ｎ）与
∂Ｅ（ｎ）
∂ｗｉｊ和

∂Ｅ（ｎ－1）
∂ｗｉｊ

的符号决定�与∂Ｅ（ｎ）∂ｗｉｊ和
∂Ｅ（ｎ－1）
∂ｗｉｊ 的幅值无关�ＲＰＲＯＰ

算法与前者的主要区别在于后者。当网络处于局部
极小点或误差曲面较平的区域时 （即 ∂Ｅ∂ｗｉｊ的幅值很
小 ）�△ｗｉｊ不受∂Ｅ∂ｗｉｊ的影响仍然保持相对较大的值�所
以网络更有可能跳出局部极小点而收敛于全局极小

点。同时∂Ｅ∂ｗｉｊ仅表示ｗｉｊ按照
∂Ｅ
∂ｗｉｊ方向使用足够小的步

长时网络误差有最快的下降速度�∂Ｅ∂ｗｉｊ的幅值与最优
调整步长并没有必然的联系。ＲＰＲＯＰ算法使用∂Ｅ∂ｗｉｊ
的符号信息�而没有使用∂Ｅ∂ｗｉｊ的幅值信息�能根据网
络训练情况自适应调整△ｗｉｊ�避免了次要信息的干
扰�加快了网络的收敛。

与ＢＰ算法需要确定网络的学习步长不同�
ＲＰＲＯＰ算法不需要用户确定学习步长。η＋和η－选
择缺省值即可�需要用户确定的只有△ｉｊ

（0）�而且网络
训练对于△ｉｊ

（0）不敏感�将它初始化为任何大于零的
随机数网络也能快速地调整到最优值 ［8］�通常将
△ｉｊ

（0）全部初始化为一个较小的数�比如0．1。网络
参数的高度自适应避免了用户通过不断试验取最优

值的过程�是 ＲＰＲＯＰ算法相对于 ＢＰ算法的优点之
一。

ＲＰＲＯＰ算法的计算步骤如下。
①令网络迭代次数ｎ＝0�△ｉｊ

（0）＝0．1�η＋＝1．2�
η－＝0．5�确定训练目标Ｅｇ、最多可能迭代次数Ｎｍａｘ。

②计算网络可变参数对网络误差的一阶偏导数
∂Ｅ（ｎ）
∂ｗｉｊ�根据式 （5）计算△ｉｊ

（ｎ）。
③根据式 （6）计算网络可变参数的调整量�根据

式 （4）对网络可变参数进行调整。
④计算所有样本的误差平方和Ｅ�ｎ＝ｎ＋1�如果

Ｅ＜Ｅｇ或ｎ＞Ｎｍａｘ则训练结束；否则�跳至②。

3　神经网络的实现及训练和诊断效果
3．1　网络结构
3．1．1　输入层

输入信息是氢气、甲烷、乙烷、乙烯、乙炔5种气
体的浓度�用5个神经元表示。输入的形式有直接输
入各种气体浓度和对样本进行归一化两种方式�前者
容易导致样本空间过大�进而导致网络的规模过大�
影响网络的正常训练和诊断；文中选用后一种方式�
将上述5种气体浓度与气体浓度总和的比值作为网
络的输入。
3．1．2　隐　层

这里使用通常采用的单隐层前馈神经网络。网
络隐层神经元数目对网络的学习能力和泛化能力有

着很大的影响�考虑到神经网络的样本数目是50个�
综合考虑了学习能力和泛化能力�通过试验确定隐层
使用12个神经元。
3．1．3　输出层

有6个神经元�分别表示网络能诊断的6种故障
类型�即低温过热、中温过热、高温过热、局部放电、低
能放电和高能放电。输出为1表示属于此类故障�0
则表示不属于此类故障。
3．2　网络训练和诊断

为了比较Ｌ－Ｍ算法和ＲＰＲＯＰ算法的效果�使
用50个变压器油中溶解气体分析样本�使用各种算
法训练或构建网络10次�所得训练误差与所需时间
的平均值如表1所示。

表1　多种算法的训练效果
Ｌ－Ｍ算法 ＲＰＲＯＰ算法

训练误差平方和 5．26 5．00
所用时间平均值 （ｓ） 28．31 42．57

　　从表1中可以看出Ｌ－Ｍ算法和ＲＰＲＯＰ算法训
练所得误差平方和比较接近�训练所需时间也比较接
近。

使用基于Ｌ－Ｍ算法、ＲＰＲＯＰ算法的神经网络
对150组变压器油中溶解气体数据进行诊断 （使用
10个训练所得网络诊断结果和作为最终结果 ）�准确
率分别为86．47％、92．00％�选取3个典型的故障变
压器油中溶解气体数据的诊断结果进行说明�其相应
的油中溶解气体含量如表2所示。
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表2　故障变压器油中溶解气体含量 （μＬ／Ｌ）
Ｈ2 ＣＨ4 Ｃ2Ｈ6 Ｃ2Ｈ4 Ｃ2Ｈ2

Ｓ1 195．7 58 16．4 91．6 96．9
Ｓ2 242．8 76．29 44．44 173．06 0
Ｓ3 408．8 56．1 4．6 93．6 282．6

表中：Ｓ1、Ｓ2、Ｓ2分别表示样本1、2、3。
神经网络诊断是采用10个神经网络训练而得�

将10次诊断结果输出的平均值计算�得到故障情况
如表3、4所示。使用两种神经网络对这3台变压器
诊断结果分别为高能放电、高温过热和高能放电�这
与这3台变压器的吊罩检查结果是一致的�表明了神
经网络诊断结果的准确性。但比较而言�ＲＰＲＯＰ算
法训练的神经网络的诊断精度要稍高于 Ｌ－Ｍ算法
训练的神经网络的诊断结果。结论如下：
1号变压器：吊罩检查故障原因为变压器绕组第

10匝间换位处�因短路而使Ａ相低压线圈局部严重
烧伤�内层大面积烧黑�绝缘破损�铁心片上有局部变
黑现象。
2号变压器：吊罩检查故障原因为Ａ、Ｂ相分接开

关引线头过热�包缠的绝缘纸被烧焦�分接开关接触
不良。
3号变压器：吊罩检查故障原因为选择开关静触

头支撑板条变形�触头接触不良�造成严重的拉弧放
电；切换开关Ａ相保护间隙击穿或短路�环流烧断过
渡电阻。

表3　Ｌ－Ｍ神经网络诊断所得结果
变压器

低温
过热

中温
过热

高温
过热

局部
放电

低能
放电

高能
放电

1号 0．05 0．08 0．04 0．12 0．04 0．85
2号 0．04 0．06 0．83 0．04 0．20 0．04
3号 0．04 0．06 0．05 0．04 0．21 0．70

表4　ＲＰＲＯＰ神经网络诊断所得结果
变压器

低温
过热

中温
过热

高温
过热

局部
放电

低能
放电

高能
放电

1号 0．06 0．07 0．04 0．04 0．05 0．90
2号 0．04 0．06 0．89 0．06 0．05 0．04
3号 0．06 0．08 0．80 0．12 0．09 0．08

4　结　论
使用Ｌ－Ｍ算法训练的 Ｌ－Ｍ神经网络和使用

ＲＰＲＯＰ算法训练的 ＲＰＲＯＰ神经网络经过训练能有

效获得色谱数据中隐藏的故障诊断规则�训练精度能
满足要求。对训练所得神经网络对未训练过实例进
行的诊断表明�神经网络能有效诊断变压器故障。但
从训练速度上看Ｌ－Ｍ算法更快一些�从诊断结果上
看ＲＰＲＯＰ算法准确性更高一些。
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